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1. Uvod

Tato publikace vznikla na zdkladé¢ dlouholetych
zkuSenosti autora z vyuky statistickych metod pro fizeni
jakosti v kurzech poiadanych Ceskou spole¢nosti pro
jakost. Vétsina lidi z praxe nemd a ani nemize mit
dostate¢né znalosti z teoretického pozadi matematické
statistiky, které je dosti narocné a opira se o fadu
matematickych  disciplin,  pfedevSim o  teorii
pravdépodobnosti. Matematicka statistika tak vlastné sedi
na dvou zidlich, jedna je ta teoretickd, a druhd je ta
prakticka, kdy uz méame n¢jaka data k dispozici a ptame
se, co snimi. Dochazi tak k nesrovnalostem se
skuteCnosti, které jsou zptusobeny tim, ze vlastni teorie
stoji na predpokladech, které v praxi nemusi byt splnény
a nebo nejsou viibec ovétovany. Pak interpretace zavéra
ziskanych pouzitim néstroji matematické statistiky mize
byt zavadéjici. Je nutné si uvédomit, ze matematickd
statistika je mocny néstroj, ale ma sva omezeni, neni
vSemocna. V souCasné dob¢ existuje celd fada raznych
statistickych softwarl pro zpracovani dat, coz mnohdy
vede k formalnimu vyuzivani téchto prostiedkd, aniz by
bylo ovéteno, zdali je spravné ten ¢i onen nastroj pouzit.
Dal$im, nemén¢ castym problémem, je pravé spravna
interpretace ziskanych vysledkd.

Cilem této publikace je wvysvétlit funkci zakladnich
nastroji matematické statistiky a ukazat, Ze matematicka
statistika neni pouze o zpracovani dat, ale Zze je to
védecky podlozeny pristup k realité, ktery se snazi
pochopit nahodu, ktera nds kazdodenné doprovazi, a
umoznuje se s roli ndhody v nasem zivoté vyrovnat, ¢i



dokonce ji vyuzivat. Naroky na Ctenafe, ktery o statistice
nevi témert nic, budou na urovni stiedni Skoly a autor se
bude snazit 0 co nejméné vzoreCkl a pokusi se pojmy
nutné¢ pro ziklady statistiky popsat spiSe slovné.
Matematicka statistika ma jedno vysadni postaveni mezi
matematickymi disciplinami, Ze totiz vyuzivd silné
dedukci ve svém teoretickém zakladu, ale pfi vlastnim
zpracovani informace obsaZzené v datech postupuje
pomoci indukce, zobeciiuje své zavéry ziskané z dat na
celou zékladni populaci. A to je zdkladem statistického
mysleni.

Ctenat, ktery o statistice prakticky nic neznd, by mél &ist
publikaci postupné od samého zacatku, aby se pomalu
seznamoval se zakladnimi pojmy. Naopak ctenaf, ktery
jiz néco zna, muze si otevrit kapitolu, ktera ho pravé
zajima, pfipadné se muze zorientovat Vv doporucené
literatufe, jejiz seznam je na konci publikace. BohuZzel
Cesky psanych popularnich knizek o statistice je velice
malo na rozdil od okolniho svéta, hlavné amerického,
kde kazdorotné vychéazeji nové tituly, v posledni dobé
napt. pod vlivem metodologie Six Sigma pro fizeni
jakosti, kterda je predevsim postavena na aplikaci
statistickych néstrojt.



2. Co je statistické mysleni?

V naSem svét€¢ se setkadvame sjevy, u nichz vime
doptedu, jak jev dopadne, napi. volny pad predmétu diky
gravitaci. Tu skutecnost, Ze kazdy pfedmét spadne na
zem, vime s jistotou, a proto hovoiime o jistém jevu.
Naopak existuji jevy, které nemohou nastat, jako napft. Ze
6 a 5 jablek dohromady je 10 jablek. Takovy jev
nazyvame jevem nemoznym. Existuji ale jevy, u nichz
jejich vysledek nezname, i kdyz podminky, za nichz jev
muze ¢i nemuze nastat, jsou stalé. Takovym jevim
fikdme nahodné, jsou pod vlivem nahody. Lze je rozdélit
do dvou kategorii, a to na individudlni a hromadné.
Individudlni ndhodny jev je takovy, ktery se realizuje
velice zfidka, napf. Ze na mne spadne pfi chlizi podél
domu rampouch. Hromadné nahodné jevy maji tendenci
se opakovat, jako je napft. vyskyt neshodné jednotky pfi
vyrobé. A pravé hromadnymi jevy se zabyva teorie
pravdépodobnosti a matematickd statistika. K ¢emu je
zapotiebi ta hromadnost? Ta je nutna k tomu, abychom
méli na zdkladé pozorovani moznost posoudit
pravdépodobnost takového jevu spomoci sledovani
poctu vyskyti sledovaného jevu. TéZko asi budeme
zjistovat pravdépodobnost spadnuti rampouchu na moji
hlavu, kdyZ se mi to stalo zatim pouze jednou. Nahodné
jevy muzeme ruzné¢ kombinovat, napf. sjednocovat ¢i
vytvaret spole¢ny prinik. Dva nahodné jevy nazveme
disjunktni, kdyZz prave jejich prinik je nemozny jev.

Realizace sjednoceni nahodnych jevii predstavuje
realizaci alespoil jednoho ndhodného jevu ze sjednocent,
naopak priinik predstavuje realizaci vSech jevl tvoricich



prinik. U disjunktnich jevii neni mozné, aby se
realizovaly soucasné¢.

V obvykl¢ mluvé se slova pravdépodobnost ¢i
pravdépodobné pouzivaji celkem bézn¢ a kazdy
intuitivné  vnima, co znamend, ze néco je
pravdépodobnéjsi nezli néco jiného. Tim vlastné
ndhodnym jevim pfisuzujeme miru ¢i vahu, kterd
ocefiuje Sanci jejich realizace. Rovnéz tak teorie
pravdépodobnosti a tim 1 matematicka statistika se snazi
ndhodné jevy vazit jejich pravdépodobnosti, coz je
obecné Cislo mezi 0 a 1. Jakym zplsobem to teorie
pravdépodobnosti déla, je pomérné velice naro¢né na
matematicky aparat. Matematicka statistika na zakladé
napozorovanych dat se snazi pravdépodobnosti
nahodnych jevi, které nas zajimaji, odhadovat a
porovnavat snaSimi predstavami ¢i pozadavky o
pravdépodobnostech téchto jevii. Rozhodné nds napf.
bude zajimat, jakd je pravdépodobnost vyskytu
neshodného kusu pfi stavajicim stavu vyrobniho procesu.
Vyskyt neshodného kusu je ndhodny jev majici pfi
vyrobé hromadny charakter a my dopfedu nevime, zdali
pravé kontrolovany kus je shodny ¢i neshodny, je nutné
si uvédomit, Ze pravdépodobnost vyskytu neshodné
jednotky zavisi na stavu vyrobniho procesu a muze se
V Case ménit vlivem rtiznych pficin, které mohou proces
ovliviiovat.

Cilem majitele procesu je dostat ho do takového stavu,
kdy tato pravdépodobnost bude co nejmensi ¢i bude
odpovidat pozadavkim zékaznika a bude v Case stala,
coz znamena, z¢ ,,proces bude pod kontrolou*.



Vyskyt neshodného kusu muizeme oznacit jednickou,
vyskyt shodného kusu pak nulou. Tim ndhodnému jevu
pfifadime ciselnou charakteristiku, ktera ma nahodny
charakter, protoze teprve po zkontrolovani vyrobeného
kusu zjistime, zdali se jedna o 1 ¢i o 0. Takové ¢iselné
charakteristice fikdme ndhodna veliCina, zde je zatim jeji
nejjednodussi forma. Nahodnou veli¢inou ovSem
sledujeme na vyrobku a ktery ma cCiselny charakter.
Pojem nahodné veli¢iny je jednim ze zakladnich pojmu
jak teorie pravdépodobnosti, tak matematické statistiky.
Nahodné veli¢iny majici ¢iselnou povahu rozdélujeme do
dvou kategorii. Jedny jsou diskrétni povahy a obvykle
jejich naméfené hodnoty jsou z pfirozenych cisel a 0,
takové veliCiny se téZ nazyvaji atributivni a pouzivaji se
k popisu poctu neshodnych kust ¢i neshod. Druhou
kategorii tvofi veliiny spojitého charakteru a ke zjiSténi
jejich hodnot se obvykle pottebuje néjaké metici
zafizeni, a proto jsou téz nazyvany meéfitelné. Jejich
oborem hodnot jsou bud’ celd redlna ptimka, polopfimka
¢i kone¢ny interval podle jejich povahy. Nékdo by mohl
namitnout, Ze na jakémkoliv méfidle lze odecist pouze
kone¢ny pocet rtznych hodnot, ktery je odvisly od
presnosti métidla na kolik desetinnych mist je moZnost
hodnotu urcit, a tim vlastné¢ 1 v tomto pifipadé mame
veliCiny diskrétni povahy. ProtoZe onéch riiznych hodnot
odecitatelnych ze stupnice métidla mize byt i nékolik
stovek ¢i i1 vice, stakovym souborem hodnot nahodné
veli¢iny by se pracovalo velice krkolomné, proto se 1épe
matematika vtomto pfipadé vyrovna se spojitym
piipadem.



Ktomu, abychom mohli vyuzit patficné statistické
nastroje, potfebujeme data. V zasad¢ plati, ¢im vice dat,
tim 1épe, ale nelze to brat jako ptikazani, protoze sbér dat
se odehrava v case a béhem odbéru se mohou meénit
podminky, za nichz sbér dat probihd. Zména podminek
obvykle vyvolava i zménu v chovani dat, i kdyZ jsou
nahodné povahy. O pozadavcich na kvalitni data budeme
hovotit pozdé&ji.

Nyni si na ptikladu ukazeme, jak funguje statistické
mysleni. Pfedstavme si, ze chceme zjistit, jak vypada
rozdéleni hmotnosti v muzské populaci v Ceské republice
u véku nad 18 let. Teoreticky by bylo moZné zvazit
kazdého muzského, ale to je z mnoha divodd, napf.
casovych a organizacnich nemozné, proto musime oslovit
statistiku. Statistika udéla to, ze navrhne vybrat pouze
relativné malou ¢ast z muzské populace, ktera v tomto
ptipad¢ ptredstavuje tzv. zakladni soubor neboli populaci.
Zakladni soubor byvéa sice v mnoha situacich kone¢ny,
ale velice rozsahly, lze si predstavit i zékladni soubor
n¢kdy jako nekonec¢ny. Sklada se ze vsech jednotek, na
nichZ by se sledovand nahodné veli¢ina dala zjistit Ci
zmé&fit. V naSem piipadé by nd$ zdkladni soubor mél
neékolik milionh jedincti. Jakym zplsobem vybrat onen
vzorek a jak velky, na to statistika ma nastroje, tzv.
statisticka Setfeni pro usporadani vybéri a rozsah vzorku
se také fidi pozadavkem na pfesnost naSich zavéru.
Intuitivné chapeme, ze vybrany vzorek, neboli vybér by
mé¢l n&jak rovnomérné pokryvat celou populaci.
Nejspravnéjsi feSeni nabizi statistika ve formé tzv.
prostého ndhodného vybéru, kdy je dana kazdé jednotce
zakladniho souboru stejna Sance, ze bude vybrana do
vybéru. To by se dalo zafidit v dnesni dobé¢ tieba pres
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databazi rodnych ¢isel, kdyby se z mnoziny rodnych ¢isel
nahodné vybralo napf. kolem dvou tisic. Otazkou ale pak
stejné zistava, jak ktém vybranym rodnym cislim
sehnat ty jedince a zméfit je. At uz méame 1 jinak
zorganizovan sbér dat, napi. systematicky vybér zalozeny
na kontrole kazdého desatého kusu na vyrobni lince, je
nutno si uvédomit, ze vkazdém pfipadé mame
Vv sebranych datech pouze netplnou informaci o chovani
nasi sledované ndhodné veli¢iné a my se Snazime na
zakladé této omezené informace ucinit celkovou
piedstavu o chovani této veliCiny, Cili délame zavér, jak
to vypada v celém zakladnim souboru. Tedy usuzujeme
z menSiho na vétsi, a to je ten induktivni krok, ktery
umoznuje statistika. Tento induktivni krok ale je spojen
zrizikem, Ze naSe rozSifeni nebude odpovidat realité
v zakladnim souboru. To miize nastat, i kdyz sbér dat byl
proveden zodpovédné, byly odstranény vSechny pficiny a
vlivy, které se daly odstranit, tak, aby sbér dat probihal za
pfiblizn¢ stejnych podminek. Pfesto zavéry nemusi byt
vsouladu srealitou. Pro¢? Protoze do hry mize
zasahnout nahoda a ta vybrala takova data, jaka jsme
nam¢fili, 1 kdyZ jsme pro jejich analyzu pouzili ty
spravné nastroje, které statistika nabizi. S timto faktem
ale matematickd statistika jiz od zacatku analyzy dat
pocCitd a jisti se tim, ze si apriori onu miru rizika zvoli,
napf. na uroveil 5%. To ale znamena, ze jeji zavéry
neplati  100%né, nemohou byt cernobilé, ale vzdy
surcitou mirou Sedi, ktera je urCena pravé zvolenou
mirou rizika. Abychom pochopili, jak to vypada
v zékladnim souboru, musime mit néjakou pomucku,
kterd ndm to umozni, tedy udélat ten induktivni krok od
vybéru k zakladni populaci. Touto pomickou je vhodny
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matematicko-statisticky model, ktery je vytvofen na
zakladé naSich sebranych dat. Matce piirodé je uplné
jedno, jaky model pouzijeme, zde zavisi pouze na nasi
Sikovnosti, zkuSenostech a vhodnych nastrojich
matematické statistiky pro posouzeni vhodnosti toho ¢i
jiného modelu. V pfipadé ndhodné veli¢iny timto
modelem je vhodny tvar rozdéleni pravdépodobnosti ve
formé tzv. distribu¢ni funkce.

V piipad¢ diskrétnich nahodnych veli¢in vystac¢ime
obvykle s binomickym, Poissonovym ¢i
hypergeometrickym rozdélenim, kdezto u spojitych
nadhodnych veli¢in je situace komplikovanéjsi, 1 kdyz zde
dominantni roli hraje normdlni rozdéleni. Existuji ale
vV praxi ndhodné veliCiny, které se nedaji normalnim
rozdélenim popsat. Co ndm vhodné nalezeny model
dava? Bohuzel ndm nefekne, jakd hodnota sledovaného
znaku jakosti se bude realizovat na dal§Sim vyrobeném
kuse, tak to v nasem svété nefunguje, to by totiz nékde
musela existovat budoucnost a méli bychom moznost do
ni nahlédnout. Ale jsme schopni tfeba odhadnout
pravdépodobnost vyskytu neshodného kusu ¢i urcitého
poctu neshod ¢i s jakou pravdépodobnosti se spojity znak
jakosti mize objevit mimo specifikace, a tim hodnotit
stav vyrobniho procesu. Nalezeni vhodného modelu to je
maximum, které lze z dat o nas$i nahodné velié¢iné ziskat.
Pokud mate k dispozici tvar rozd¢leni, tedy odpovidajici
distribu¢ni funkci, tak z hlediska matematické statistiky
mate vSe, co potiebujete védét o sledované nahodné
veli¢in€. Samoziejmé, Ze statistika ma ve svém arzenalu
nastroje  pro volbu vhodného typu rozdéleni
pravdépodobnosti, kterymi Ize objektivné posoudit, ktery
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typ rozdéleni mize ptichdzet v uvahu. Jedna se tak o tzv.
testy dobré shody.

Nékdo by mohl namitnout, ze pfi 100%-ni kontrole, kdy
je prométfovan kazdy vyrobeny kus, vlastné zakladni
populaci zname celou, a to celou sérii vyrabénych kusi
jednoho typu. Problém je vtom, Ze pro hlubsi analyzu,
napi. pro odhad pravdépodobnosti, s jakou se hodnota
sledovaného znaku jakosti muze vyskytnout mimo
specifikace, pokud vSechna naméiend data jsou uvnitf
specifikanich mezi, je jedinou $anci nalezeni vhodného
modelu, s jehoZz pomoci je pozadovana pravdépodobnost
odhadnuta. Zde tedy je nutné a i vhodnéjsi zakladni
populaci uvazovat zcela abstraktné, a to vS§echny mozné
hodnoty sledované veli¢iny, coZ mliZze byt i celd redlna
pifimka. Lze si situaci predstavit tak, Ze zakladni
populace, zde Cciselnd osa, je vlastné osudi, zn¢hoz
prostiednictvim méfeni ndm Matka ptiroda vytahuje ¢isla
s pomoci nahody a my pomoci vhodného modelu se
snazime popsat, jak to provadi. Pojem zékladniho
souboru obvykle déla na zacatku problém, protoze si lidé
mnohdy nedovedou ujasnit, co vzit za zdkladni populaci.
Abychom se tim déle netrapili, je mozno se dohodnout,
ze vptipad¢ diskrétnich nahodnych veli¢in zakladnim
souborem ¢i populaci budou nula a pfirozena Cisla a u
spojitych nahodnych veli¢in celd realnd piimka bez
jakéhokoliv vztahu k jednotkdm, na nichz je méfeni ¢i
zjistovani hodnot ptislusné nahodné veli¢iny provadéno.
Budeme si tedy predstavovat, ze realizaci hodnot
sledované nahodné veli¢iny, tedy pii jejim méfeni Ci
sledovani, jsou naméfené hodnoty vytazeny ndhodné ze
zakladniho souboru a prvotnim ukolem matematické
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statistiky je pomoci volby vhodného modelu pochopit,
jak se zjisténé hodnoty realizuji vlivem nahody.

Sbér dat.
Jiz bylo diive feCeno, ze kvalita dat pfimo ovliviiuje
kvalitu zavéri u¢inénych z rozboru dat. Proto je nutno
sbéru dat vénovat patfi¢nou pozornost a jejich sbér velice
dobfe pfipravit. Sebrana data by méla byt:

relevantni

reprezentativni

V dostatecném mnoZstvi

vyplyvat ze souvislosti.

Relevantnost dat znamena, ze Se musi vztahovat
k problémim ¢&i otazkam, které mame pomoci dat
objasnit ¢i zodpoveédét. Dostatené mnozstvi je sice
Salamounsky feceno, ale netika to, zdali je to 15 ¢i 2000
hodnot. Bohuzel nelze dat obecné doporuceni, kolik
naméfenych €1 zjiSténych hodnot je =zapotiebi pro
konkrétni problém. Dale to izce souvisi i s podminkami,
za nichz jsou data sbirana. N¢kde je to snadné, mame
automatické zapisy dat, jindy, napf. pii destrukénich
zkouskach to byva problém ¢asovy i finanéni. Mnohdy za
pottebna data musime 1 zaplatit nemalé¢ sumy.
Reprezentativnost znamend, ze data popisuji dilezité
vlastnosti, které pomahaji pochopit dany problém a které
nezkreslen¢ tyto vlastnosti popisuji. Spolu s daty, pokud
je to mozné, je vhodné zaznamendvat i veskeré zmény,
které béhem sbéru dat nastaly. To nam pak pomuze tfeba
rozdélit data do skupin, které maji homogenni charakter
vici podminkam, za nichZ se data sebrala. To muze
znamenat napt. rozdéleni dat podle vedlejsSich priznakd,
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jako je operator, sména, vstupni materidl, zdsah do
procesu apod.

To vede klepSimu pochopeni, co vSechno se mize
promitnout do chovéni dat. Pokud je dat skute¢né maly
pocet, napt. pod 10 hodnot, pak samoziejmé lze pouzit
statistiku, vhodny software vzdy néco vypocte, ale
zjisténé zaveéry je nutno brat pouze orienta¢né¢ a ne na
nich bazirovat. Data by samoziejm&€ neméla byt
falsSovana ¢i zadmérné pozménovana. Velice dilezitym
momentem pii sbéru dat je oveéfeni a analyza méficiho
systému. To se tyka jak pouzitych métidel, tak 1 lidi, kteti
budou méfeni provadét. V feci MSA (Measurement
Systém  Analysis) to znamena provést oveéfeni
opakovatelnosti a reprodukovatelnosti jak u méfitelnych
veliCin, tak 1 u atributivnich veli¢in. ZjiSténé ¢i naméfené
hodnoty by nemély byt zaokrouhlovéany, tim by se do dat
vnesl dal$i zdroj nezddouciho Sumu. V ptipadé€ spojitych
veli¢in, by mezi naméfenymi ¢i zjisténymi hodnotami
mélo byt alesponl 6-7 navzdjem riiznych hodnot. To uzce
souvisi s rozliSovaci schopnosti pouzitého méfidla.
MtiZete mit n€kolik stovek dat, ale opakuji se mezi nimi
stale pouze tii rGzné hodnoty a veli¢ina ma evidentné
spojitou povahu, a tézko budete hledat vhodny model pro
popis takové veliCiny. Je nutné pak vzit piesngjsi
méfidlo, které provede méieni alespon o jedno desetinné
mist0 navic. Dale by mélo byt dikladné zvaZeno, kam

a v jaké formé se data budou zaznamenavat ¢i zapisovat a
kdo to bude poptipad¢ provadét. Je tedy vhodné mit jiz
pfipraveny napf. formuldf pro sbér dat at’ uz na papife ¢i
V né¢jakém softwaru.

Pokud mame data sebrdna, mizeme pfistoupit k dalSim
krokim. Dals§im dilezitym krokem je ovéfeni
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vérohodnosti dat. O co se jednd? Jde o to, abychom
mohli data povazovat za spolehliva, aby mezi daty
nebyly nesmysIné hodnoty, které tfeba vzniknou Spatnym
zapisem. Pro takovou analyzu se napt. velice dobie hodi
prabé¢hovy diagram, vnémz jsou data prosté
zaznamenana v tom potadi, jak byla naméfena. Tento
nastroj bude podrobnéji popsan v kapitole popisujici
grafické metody. Existuji 1 dal$i grafické nastroje, napft.
tzv. kapénkovy diagram ( v angli¢tiné dot-plot). Muze se
nékdy stat, ze se n¢ktera data zdaji, jako kdyby nepatfila
do hlavniho oblaku naméfenych hodnot a jakoby lezela
mimo. Takovym hodnotam fikdme odlehlé hodnoty a ¢ini
v praxi obvykle potiZze. Thned se naskyta otazka, co
snimi? Mame s nimi v dal§im pocitat nebo je mame
pravo vyloucit, ¢ini potize jiz obvykle pii hleddni
vhodného modelu pro sledovanou nahodnou veli¢inu.
Kdyz se nejedna evidentné o Spatné¢ zapsané udaje, pak
by se mélo postupovat nasledovné. Pokud vime z dalSich
informaci ziskanych b&éhem méfeni, Ze tato data byla
ziskana za skute¢né¢ zmeénénych podminek, které nespise
ovlivnily sledovanou veli¢inu, pak mame pravo odlehlé
hodnoty vyloucit. Jestlize ale takové informace nemame,
muze byt riskantni takova data vyloucit, protoze jejich
vylouceni miize silné¢ zménit nase predstavy o sledované
veli¢ing, nalezeny model nebude adekvatni a v budoucnu
pfi dalSich méfenich se miZeme dostat do potizi diky
nespravnym zavérum ucinénych na zaklad¢é oklesténych
dat. Zvlasté u nékterych ndhodnych veli¢in, které mohou
vykazovat nesymetrické chovani, je toto nebezpeci
znac¢né. Jedna se o takové veliCiny jako je hazivost,
ovalita, velikost trhaci sily, méteni uhlt, drsnost povrchu.
Nevhodny model zkonstruovany na zékladé ,,ocisténych
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dat* pak muze vést ke Spatnému regulacnimu diagramu
¢i ke Spatnému hodnoceni zplsobilosti vyrobniho
procesu. Matematicka statistika ma vhodné ndstroje na
testovani odlehlych hodnot, ale tyto ndstroje funguji za
splnénych urcitych predpokladi. V nékterych softwarech
jsou takové podezielé hodnoty extra oznaceny, ale to
neznamena, ze¢ je mame pravo automaticky vyloucit.
V matematické statistice po projiti touto fazi pak
nastupuji predevsim grafické metody a popisna statistika,
kterd vypocitava nejdulezitéjsi Ciselné hodnoty ziskané
Z ptivodnich dat.

3. Popisna statistika

Popisna statistika umoZiiuje vypocet zékladnich
¢iselnych charakteristik, které ndm pak pomahaji co
nejlépe vyuzit informaci obsazenou v naméfenych
hodnotach. Predstavme si, Ze odebirdme data pravidelné
Z kontrolni skupiny tfeba péti vyrobkt kazdou hodinu. Za
celou sménu tak mame nékolik desitek udaji tfeba
zapsanych v tabulkach v Excelu, ale 1 kdyZ se na tabulky
budeme divat sebedéle nic nam nefeknou a z dat nic
nepozname.

My se budeme vyhradné zabyvat daty numerické povahy,
i kdyz existuji 1 data tzv. kategorialni povahy, ktera
nejsou vyjadiena Cisly. Jednd se napi. o zaméstnani,
politickou pfislusnost, pohlavi apod. Tato data se
zpracovavaji obvykle pouze grafickymi metodami

Pti grafickém zobrazeni dat numerické povahy intuitivné
citime, Ze v datech existuje jakasi hodnota, ktera by se
dala nazvat stfedem nebo nejocekavangjsi hodnota a pak
dal$i charakteristika, a to jejich rozptylenost neboli
variabilita. Aniz bychom néco blize védéli o statistice, pfi
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pohledu na dva soubory dat jsme schopni fici, Ze oba
soubory maji asi stejné stiedy a stejnou variabilitu. Cim
vét§i variabilita v datech, tim ve vét$i vzdalenosti se
vyskytuji naméfené hodnoty od onoho pomysiného
stitedu. Popis dat pomoci téchto dvou charakteristik je nas
subjektivni vjem nebo je to objektivni? Nameétené
hodnoty se skute¢né charakterizuji témito dvéma pojmy.
Jedna se o pojmy parametr polohy a Grovei variability.
Se zékladni populaci jsou tedy spojena dvé Cisla, které
obvykle nezndme, miizeme je z namétenych dat pouze
odhadovat. Jedna charakteristika je parametr polohy,
druhd je smérodatnd odchylka. Hodnota parametru
polohy predstavuje ocekavanou hodnotu, kterd by byla
naméfena, kdyby dUroven variability byla nulova.
Smeérodatna odchylka je mirou Grovné variability, ¢im je
vétsi, tim také naméfené hodnoty vykazuji vetsi
rozptylenost kolem hodnoty parametru polohy. Hodnota
parametru polohy obecné miize byt jakékoliv redlné
¢islo, smérodatnd odchylka je vzdy kladna. Jakym
zpisobem cCerpame informace o téchto parametrech
zakladni populace z dat?

Poloha dat na ¢iselné ose se v praxi nejcastéji odhaduje
vybérovym prumeérem (ktery oznacujeme X) €i vybérovym
medidnem (ktery oznacujeme X). Vybérovy primér z dat
spocitame tak, Ze vSechna data (i-tou napozorovanou hodnotu
oznacujeme Xj) seCteme a podélime jejich poctem (n), tedy

1 n
X==>X%.
Nz
Vybérovy pramér neni nic jiného nezli aritmeticky
prumér z dat.
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Pro spocitani vybérového medianu potifebujeme data
uspotadat podle velikosti a v piipadé lichého poctu dat
vybereme prostiedni hodnotu podle potadi, tedy kdyz
bude k dispozici 27 hodnot, pak vybérovy median je
praveé Ctrnacta hodnota v poradi. Pokud by dat byl sudy
pocet, pak vezmeme dvé prostfedni hodnoty a udélame
Z nich aritmeticky primér. Kdyz budeme mit napt. 30
hodnot, pak vybérovy median je aritmeticky prameér
Z patnacté a Sestnacté hodnoty v pofadi podle velikosti.
Pro¢ slovo vybérovy? To je proto, ze je pocitan z dat,
tedy z vybéru. V zakladni populaci existuje totiz jeho
protéjsek, zvany pouze median, ktery rozdéluje zékladni
populaci na dvé poloviny. Pravdépodobnost, ze naméfim
hodnotu pod timto medidnem je 50%, zrovna tak
pravdépodobnost, Ze nam&fim hodnotu nad medidnem.
Ale tak jako nezname hodnotu parametru polohy (protéjsek
vybérového priméru V zdakladnim souboru je parametr polohy —
stiedni hodnota), nezndme ani hodnotu medidnu zakladni
populace, z dat ji mtizeme pouze odhadnout, jak popsano
vyse.

Nékdo ihned namitne, kdy parametr polohy odhadovat
pomoci vybérového primeéru, a kdy pomoci vybérového
medidnu. To silné¢ zavisi na povaze dat. Pokud data
vykazuji symetrické chovani a lze oc¢ekavat, ze i vhodny
model pro popis sledované veliCiny bude mit
symetrickou skladbu, jako napf. normalni rozdéleni, pak
ptichazi v vahu vybérovy (aritmeticky) prumér. Kdyz
ale data trpi asymetrii, pak je vhodné&j$i vybérovy
medidn. Vysvétleme si to na ptikladu s hrubymi platy
Vv Ceské republice. Podle statistickych udaji se pramérny
hruby plat pohybuje n¢kde za hranici 22tisic. Ten je
spocitan skutecné jako aritmeticky pramér ze ziskanych
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dat, které dodavaji firmy. Kdyby se spocital ale
medidanovy plat, dojde se k hodnoté podstatné mensi,
odhad mezi 15 — 16 tisici, a ten pak fika, ze 50%
pracovniki mé& hruby pfijem pod touto hodnotou a
druhych 50% nad touto hodnotou. To lze vysvétlit tim, ze
median neni citlivy na odlehla data, zde ptedstavovana
stotisicovymi platy manazert, kdezto aritmeticky prumér
je zaznamena.

Dale je nutné si uvédomit, ze vybérovy prumér i
vybérovy median jsou vlastné dal$i ndhodné veliciny,
které¢ vstupuji do hry, jsou totiz pocitdny z namétenych
dat a kdybychom méli jina data, jejich hodnoty by byly
jiné. Kdezto hodnota parametru polohy se neméni, to je
nendhodné cislo. Jeho zména mlze byt vyvoldna jeding
tim, Ze se zméni podminky pfi sbéru dat, napt. vlivem
néjaké systematické priCiny, ktera se objevila. Data pak
vykazuji posun v parametru polohy. Proto je nesmirné
dilezité, pokud to jde, zamezit jakymkoliv zméndm
v pribéhu sbéru dat, aby se podminky v zdkladni
populaci neménily a méli jsme moznost parametr polohy
vérohodné odhadnout. Pokud se podminky zméni, a jsme
schopni zménu zaznamenat, znamena to pro nas velice
dulezitou informaci, Ze nastala zména v zakladni
populaci a data sebrand po zméné se asi budou chovat
jinak neZli data pfed zménou. Zména v parametru polohy
se muze pak projevit v tom, ze aritmeticky prumér z dat
pied zménou se muze vyznamné lisit od aritmetického
praméru z dat ziskanych po zméné¢ a matematicka
statistika pak dovede odpovédét na otazku, zdali je tato
zména statisticky vyznamnd nebo se to stalo pouze
nahodou.
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Druhou charakteristikou pro chovani dat je uroven
variability. Ta se nejcCastéji odhaduje na zakladé dat
pomoci vybérové smeérodatné odchylky, obvykle se
oznacuje pismenem S, ale neni to psané pravidlo. Vzorec
pro vypocet je nasledujici:

1 & N2
S:\/ﬁ;(xi —X) .

V primyslové praxi, napf. u regulacnich diagramd, se
pouziva dalsi Ciselna charakteristika pro uroven
variability, a to vybérové rozpéti. To se spocte jednoduse
jako  rozdil maximalni a minimalni  hodnoty
z namétenych dat. Tato veli€ina se Casto oznacuje jako R,
podle anglického nazvu range. Tedy

R = Max(x;) — Min(x;).

Je nutné si opét uvédomit jako u parametru polohy, Ze
k vybérové smérodatné odchylce, coz je nahodna veli¢ina
spoctena z dat, podobn¢ jako je vybérovy (aritmeticky)
primér, existuje pro zakladni populaci mira pro Groven
variability  zvana  smérodatnd  odchylka,  kterad
charakterizuje variabilitu v zakladni populaci, neméni se
a je nam obvykle neznama. My ji dovedeme pouze
odhadovat pomoci dat, napf. pomoci vybérové
smérodatné odchylky.

Samoziejmé se miize nékdo ptat, pro¢ zrovna takové
vzoreCky pro odhady téchto dvou zdkladnich
charakteristik chovani ziskanych dat od sledované
nahodné veliiny. Zatim pravé stoji ta druhd strana
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matematické statistiky, ta teoretickd, ktera pomoci
aparatu teorie pravdépodobnosti odvodi a zdtvodni, pro¢
tyto vzorce. Jde o to, abychom vytdhli z dat co nejvetsi
informaci o ndhodné veli€in¢ a aby taky pouZivané
odhady mély rozumné vlastnosti. Napf. si pfedstavme, ze
bychom méli moznost rozsah ziskanych dat neomezené
zvétSovat a souCasn¢ bychom méli zajiSténo, ze
podminky sbéru dat se v ¢ase neméni. To by znamenalo,
7ze téz parametr polohy a smeérodatnd odchylka se
v zdkladni populaci neméni a my bychom se v limité
k t€m neznamym hodnotam pomoci postupnych vypocti
aritmetickych primérd a vyb&rovych smérodatnych
odchylek libovolné blizko pfiblizili a tak ziskali jejich
ptesné hodnoty. To ale samoziejmé v praxi nejde, mame
k dispozici, jak uz bylo feCeno, pouze nelplnou
informaci o zakladni populaci, a proto nase odhady
vykazuji vzdy néjakou chybu. Jak ta chyba je velikd, nam
pozd¢ji feknou tzv. konfidenéni intervaly konstruované
pro parametry zakladni populace.

Vybérova smérodatna odchylka i smérodatnd odchylka
pro zakladni populaci jsou vyjadfitelné ve stejnych
jednotkach jako plivodni naméfené hodnoty. Kvadratim
téchto charakteristik se fika vybérovy rozptyl a rozptyl.
Dosti Casto se Ve statistické literatufe pouzivd pro
vybérové charakteristiky oznaceni pomoci latinky a pro
jejich protéjsky ze zakladni populace odpovidajici
pismeno fecké abecedy, tedy pro ilustraci, my jsme
oznadili vybérovou smérodatnou odchylku jako s, pak
odpovidajici oznaceni smérodatné odchylky pro zakladni
populaci je 0. U parametru polohy je trochu vyjimka,
dosti Casto se protéjSek vybérového priméru oznacuje
pismenem u.
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Dalsimi charakteristikami pro popis dat jsou tzv.
percentily. Pro jejich ziskani je nutno data vzdy
usporadat podle velikosti od nejmensi hodnoty k nejvétsi.
Zvolme ¢islo k mezi jednic¢kou a stem. Pak k-ty percentil
znamena Cislo, ze Kk procent z naméfenych hodnot je
pravé pod timto percentilem, neboli 100-k procent hodnot
je nad timto ¢islem. Jak takovy percentil z dat
vypoc¢teme? Necht' n je celkovy pocet dat, tedy rozsah
souboru. Vynasobime K procent timto n a podélime 100.
Pokud dostaneme celé ¢islo, pak najdeme v uspotadané
fadé€ podle velikosti z naSich dat hodnotu s timto pofadim
a vypocteme aritmeticky prumér z této nalezené hodnoty
a hodnoty bezprostiedné nasledujici. Z uspotadané tady
¢isel nesmime vylouc€it ¢isla se opakujici. Pokud
nedostaneme celé ¢islo, zaokrouhlime ho smérem nahoru
a odpovidajicim percentilem je hodnota s timto pofadim
V uspoiadané tad¢ ziskanych hodnot. Ukazme si to na
ptikladé. Mdme namétfené hodnoty

43, 54, 56, 61, 62, 66, 68, 69, 69, 70, 71, 72, 77, 78, 79,
85, 87, 88, 89, 93, 95, 96, 98, 99, 99.

Rozsah souboru je 25, tedy n = 25.. Chceme zjistit 90ty
percentil. Pak 90*25/100 = 22,5. ProtoZe to neni celé
¢islo, zaokrouhlime nahoru a mame 23 a dvacatym tietim
¢islem v uspotadané fad¢é hodnot je 98, a to je vypocteny
percentil. Kdybychom chtéli ~ 20-ty percentil, tak
20%25/100 = 5 a tedy aritmeticky primér z patého a
Sest¢ho C¢isla v poradi hodnot je (62+66)/2 = 64.
Vybérovy median je tedy 50-ty percentil.

Dilezitd je spravnad interpretace percentilu. Percentil
vV zadném piipadé neznamend procento, ale davd odhad
hranice, pod niz se pravé vyskytuje to procento hodnot
sledované veli¢iny. Pro¢ odhad? Protoze percentily jsou
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pocitané zdat a jina data znamenaji i jinou hodnotu
téhoz percentilu. Kdyz se vratime k piikladu s hrubymi
ptijmy v Ceské republice, pak kdybychom méli
k dispozici spolehlivy soubor hodnot ptijmd, pak by nam
jednotlivé percentily odhadovaly, jak napt. vypada vyse
pfijmu , pod nimz ma plat napf. 30% pracovnikl. Ta
hranice by byla pravé tficatym percentilem v souboru
plati.

Kcéemu nam mohou percentily poslouzit? Ziskdme
pomoci nich ptresnéjs§i predstavu o rozdéleni hodnot
sledované veli¢iny v zékladni populaci. KdyZ se napf.
bude hodné lisit rozdil vybérového medidnu a desatého
percentilu od rozdilu mezi devadesatym percentilem a
vybérovym medidnem, tak rozdéleni sledované veliCiny
asi nebude symetrické. Tuto skute¢nost bychom urcité
odhalili v ptipadu s hrubymi pfijmy.

Do popisné statistiky patii rozhodné nasledujicich pét
¢isel napocitanych z dat. Jedn4 se o minimalni hodnotu,
maximalni hodnotu, vybérovy median a 25-ty a 75-ty
percentil. Témto specidlnim percentilim se fika kvartily,
tedy dolni kvartil a horni kvartil a jak uvidime dale, jejich
hodnoty se pouzivaji pro tvorbu krabicového diagramu.
V naSem souboru dat vySe uvedenych pak minimalni
hodnota je 43, maximalni je 99. Dolni kvartil, znaci se
obvykle Q1 ma hodnotu 68, vybérovy median je 77 a
horni kvartil Q3 = 89. Nékdy se jako odhad pro miru
variability pouziva tzv. kvartilové rozpéti, tedy rozdil
Q3 - Q1. V nasem ptipadé to dava hodnotu 21.
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4. Grafy a diagramy

V této kapitole se opét zaméiime predevSim na data
s numerickymi hodnotami. Grafické zndzornéni dat ma tu
velkou vyhodu, Ze je velice ndzorné a dovede fadu véci
odhalit a vytvofit tak fadu hypotéz o chovani sledované
veliCiny, na jejich ovéfeni ¢i vyvraceni se pak pouziji
dalsi statistické nastroje. Do této kategorie spadaji
sloupcové diagramy a spojnicové diagramy, predevsim
priabé¢hovy diagram a histogram. Tyto dva grafické
vystupy jsou pouZzivané v ptipad€ spojitych veli€in, pro
diskrétni veli¢iny se prubéhovy diagram rovnéz hodji, ale
misto histogramu se pouziva diagram cetnosti. Jakmile
mame k dispozici naméfené hodnoty, je doporuceno,
sestrojit jejich prubehovy diagram, ktery zaznamendva
hodnoty v tom pofadi, jak byla data naméfena. Zachovani
poradi, v jakém data byla zaznamenana, je velice dllezita
informace, protoze jiz zprib&éhu dat lze se ledacos
dozveédét, aniz bychom zatim dé¢lali néjakou podrobnou
statistickou analyzu. Tak lze objevit napi. periodicitu,
napadna seskupeni nendhodného charakteru, mozné
trendy, ulétla pozorovani apod. Na zakladé téchto
pozorovani lze pak vytvafet statistické hypotézy o
chovani sledované¢ veli¢iny a ty pak testovat. Pii
porovnavani dvou ¢i vice pribehovych diagrami tieba
téze sledované veliCiny ale z riiznych ¢asovych usek, je
nutno mit stejna metitka na svislé ose, abychom skutecné
srovnavali srovnatelné. Rovnéz na vodorovné ose by
méla byt pro pfipad srovnani prabéhli zachovana stejna
meéfitka.
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Dole na Obr.1 lze vidét takovy prabehovy diagram
zaznamenavajici naméfené hodnoty sledovaného znaku
jakosti, zde délka osicky, ziskdvané pii aplikaci
regulacniho diagramu pro individualni hodnoty.

Priibéhovy diagram

8,1
8,0
7,9
7,8

7,7

Téliska A

7,6 -
7,5
7,4

7,3 4

4 8 12 16 20 24 28 32 36 40 44
Index

Obr. 1: Pribehovy diagram

Pti prohlidce tohoto prib&hového diagramu asi kazdého
napadne, zdali se v datech neskryva néjaky trend. To je
jedna hypotéza, ale odpovéd na ni musi dat seriozni
analyza, v tomto pfipad¢ nejspiSe linearni regrese, ktera
se pokusi daty prolozit pfimku a jeji vhodnost otestovat.
Jak jiz bylo feceno, 1ze pribéhovy diagram pouzit jak na
diskrétni dat, tak na data spojitého charakteru.

Dalsim velice wuziteCcnym nastrojem je histogram.
Zakladni mySlenka histogramu je rozdéleni dat do
vhodné zvolenych ¢iselnych intervalli a sestrojeni
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sloupcti nad jednotlivymi intervaly, jejichz velikost
odpovida poctu hodnot, které ptipadly do toho kterého
intervalu. Kolik ziskanych hodnot je zapotiebi mit?
Obvykle se doporucuje, aby naméfenych hodnot bylo
nejméné 25-30. Pokud budeme mit hodnot nékolik
stovek k dispozici, je samoziejmé mozné udé€lat ze vSech
jeden histogram, ale mnohdy stoji za ivahu data rozd¢lit
na vice useku a sestrojit nad kazdym tsekem histogram a
podivat se, jak se budou ptipadné lisit ¢i podobat. Kolik
intervali mame uvaZzovat? Pokud mate k dispozici
vhodny statisticky software, ten to provede za Vas. Napf.
ale v Excelu je volba poctu intervalll a jejich S$ifky
ponechana na uzivateli. Nejmens$i pocet intervald by se
mél pohybovat mezi 7-8. To tizce souvisi z rozliSitelnosti
meéficitho zafizeni, jak uz bylo zminéno dfive. Pro
maximalni pocet intervaldi se doporucuje 15-20,
V literatuie lze najit jistd doporuceni, napf. ze pocet
intervall by mél byt cca jako logaritmus z poctu dat.
Vyska sloupcti nad jednotlivymi intervaly mtze byt jak
Vv absolutnich poctech dat z intervalii, tak 1 relativnich
cetnostech. Je nutné si uvédomit, Ze tvorba histogramu
bez n¢jakého softwaru je zcela subjektivni zélezitost a
dva jedinci ze stejnych dat tedy mohou sestrojit dva
rizné histogramy. Na Obr.2 je vidét histogram sestrojeny
pomoci vhodného statistického softwaru z dat Téliska A
zobrazenych v Obr.1.

Co lze z histogramu odhalit? Piedev$im kde se asi da
oCekavat Hodnota parametru polohy, jakd je uroven
variability dat a hlavné zdali data vykazuji spisSe
symetrické ¢i asymetrické chovani kolem hodnoty
parametru polohy.
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Histogram je dulezity nastroj pfi hledani vhodného
modelu pro popis chovani sledované nahodné veli¢iny
v zakladni populaci. Déale histogram muze odhalit, zda
data nepochézeji z vice zdroju, tedy z vice zakladnich
populaci, napt. dvouvrcholovy diagram na Obr.3.

Histogram Téliska A

20
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Frequency
S
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Téliska A

Obr.2: Histogram z dat T¢liska A

Na Obr.2 jsou velikosti sloupcti v absolutnich ¢etnostech,
lze ftici, ze data vykazuji celkem symetrické chovani,
vhodny model pro popis odpovidajici ndhodné veli¢iny
délka teliska by se hledal asi u normalniho rozdéleni.
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Histogram Téliska C

25

20

—
wv
1

Frequency

fary
o
1

7.4 75 76 7,7 7.8 7.9
Téliska C

Obr.3: Histogram z dat T¢liska C

Jak vidno, data Téliska C jiz nevykazuji symetrické
chovani, to znamena, ze nejspise béhem tohoto méteni
veli¢iny délka téliska doslo ke zméné v parametru
polohy, moznd i urovn¢ variability, vlivem né&jaké
pfi¢iny. Statistika ndm ale nefekne, v ¢em je ptipadna
zména, ale pouze nas na tuto moznost upozorni.

Na dalsim Obr. 4 je snaha najit vhodny model
Vnormalnim rozdéleni, cili jak se fiké ,,nafitovat®
vhodny model na data. Na toto statistika ma vhodné
nastroje, které patii do tzv. test dobré shody, které
objektivné posoudi, zdali uvazovany model je vhodny ¢i
nikoliv. Zde dulezitou roli hraje zkuSenost, pfipadné
néjaka predchozi informace z diive zpracovanych dat. Je
nutné si uvédomit, Ze pifiroda zadné modely nepouziva,
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to jenom my se musime pomoci nich vyrovnat
s ndhodou.

Abychom moznou zménu odhalili, je vhodné si vedle
naméfenych hodnot zaznamenavat vSe, co se bchem
sbéru dat odehraje okolo.

Hustota normalniho rozdéleni a Téliska A

20 Mean 7,744

StDev  0,1263

N 44

15

Frequency
=

73 74 75 76 77 78 79 80
Taliska A

Obr. 4: Prolozeni hustoty normalniho rozdéleni daty

Na tomto obrazku je vidét, jakym zplsobem histogram
slouzi k nalezeni vhodného modelu pro popis chovani
sledované veli¢iny. Samoziejmé bychom se mohli pfit,
zdali se tento model hodi ¢&i nikoliv. Nastésti
kvalifikovanou odpovéd’ d4 vhodny test dobré shody,
ktery posoudi vlastné ,vzdalenost® mezi daty a
uvazovanym modelem. MiZe se stat, Ze kandidati na
vhodnost je vice. Pak se fidime pravidlem ,ucel svéti
prostfedky“ a obvykle volime nejjednodussi feSeni,
pokud je mezi kandidaty normalni rozdéleni, pak tento
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model. Divod je zcela pragmaticky, totiz s modelem
normalniho rozdéleni se snadno pracuje a fada véci se u
n¢ho da explicitné spocitat, coz u jinych modelt tak
snadné neni. Obecné plati, jakmile jsme nuceni opustit
model normalniho rozdéleni, nastavaji komplikace.

Pro uplnost jesté na dalS§im obrazku je histogram z dat,
ktera evidentné nevykazuji symetrické chovani.

Histogram nesymetrického tvaru

20

15

Frequency
=

0 I,IIH_I,I_I
8

0 2 4 6

Obr. 5: Histogram zdat vygenerovanych z modelu
lognormalniho rozdé€leni

Na datech z Obr.5 je krasné vidét, jak by bylo mozno
data umisténd na histogramu v pravé casti diagramu,
povaZovat za ulétlé hodnoty. To ale neni pravda. Jejich
vyskyt je vyvolan nesymetrickym chovdnim sledované
veli¢iny a data byla ziskana zjiného modelu nezli je
normalni rozdéleni. Takovyto model se miZe hodit pro
popis napi. méteni hazivosti.
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Nyni si ukazeme graficky vystup pro diskrétni dat. Pfi
sledovani diskrétnich nahodnych veli¢in, jako je napf.
poCet nalezenych neshod na vyrobku, nas zajima
pfedevsim zastoupeni vyskytu poctu nalezenych neshod
napt. za urcitou dobu (tfeba sménu). Mame tedy znak
jakosti, pocet neshod na kontrolovanych vyrobcich a
potfebujeme si ude€lat predstavu, kolik vyrobkii nemélo
vadu, kolik bylo s jednou vadou, kolik se dvéma vadami
atd. K tomu slouzi diagram s ¢etnostmi.

Diagram absolutnich ¢etnosti poc¢tu neshod

25+

20

154

Pocet

104

8 1 D Y O Y Y - =~

0 1 2 8 4 5

Obr. 6: Rozdéleni poctu neshod

Na Obr. 6 je diagram, ktery zndzorfuje rozdéleni poctu
neshod, které byly zjistény pii kontrole 100 vyrobkt
béhem jedné smény. Z diagramu je patrno, Ze mezi sto
vyrobky byly pouze dva bez vady, 16 vyrobkili mélo
pouze 1 vadu, se dvéma vadami se vyskytlo 26 vyrobk
atd., dokonce se vyskytl 1 vyrobek s deviti vadami.
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Samoziejmé je mozno stupnici na svislé ose vyjadfit i
Vv relativnich Cetnostech ¢i v procentech.

Dal8im nastrojem pro grafické zpracovani dat spojitého
charakteru je tzv. krabicovy diagram (box plot). Je
zobrazen na Obr. 7.

Krabicovy diagram Téliska A
8,1
*
8,0 - K%
7,9 4
7,8
<
8,7
377
>£
7,6
7,54 x
7,4
7,3 *

Obr.7: Krabicovy diagram Pro Té&liska A

Prostfedni vodorovna ¢ara v krabicce je vybérovy median
z dat, horni hrana krabi¢ky je horni vybérovy kvartil,
dolni hrana krabicky je dolni vybérovy kvartil. Dale jsou
na krabicce ,,vousy®, jejichz délka je dana podle toho,
jestli jsou nalezeni kandidati na odlehld pozorovéani ¢i
nikoliv. Pokud ne, pak délka je ddna rozdilem mezi
maximalni a minimélni hodnotou z méfeni, pokud ano,
pak délka ,,vousi“ se odvozuje od jeden a pil nasobku
kvartilového rozpéti Q3 — Q1. Je jasné, Ze v krabicce je
namackano 50%  naméfenych hodnot z prostfedku
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oblaku dat, a tim je vlastn¢ i zobrazena uroven variability
a odhadnut parametr polohy. Krabicovy diagram je
vhodné pouzit pro porovnani dvou ¢i vice situaci, napft.
pted zasahem do procesu a po zasahu. To je dobie vidét
na Obr.8.

Porovnani dvou souborii dat pomoci krabicového diagramu
8,1
* *
8,0 X%
7,94 |
7,8
8 7,74
; |
7,6 4
7,5 %
7,4
7,34 * X
Téliska A Téliska B

Obr. 8: Porovnani dvou souboru dat

Zde je na prvy pohled vidét, ze oba soubory dat se
nebudou lisit asi v hodnot¢ parametru polohy, ale mohou
se liSit v mife variability, zda se, ze T¢liska B by mohla
vykazovat vetsi iroven variability nezli Téliska A.

Je nutné upozornit na to, Ze vétsi krabicka u krabicového
diagramu neznamenda vétSi pocCet dat, ale nejspiS veEtsi
variabilitu v datech.

Podobnou roli jako histogram ¢i diagram cetnosti miize
splnit 1 kapénkovy diagram (dot plot), ktery zobrazuje
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vlastné na rozdil od histogramu vSechny namétené
hodnoty spolu s jejich cCetnostmi vyskytu ve formé
sloupcti teek na jednotlivymi hodnotami (viz Obr.9).

Kapénkovy diagram pro Téliska A

3 .
o oo .
ooe ®o o o
. . ®es oo sevecesss o

7,4 7,5 7,6 7,7 7,8 7,9 8,0
Téliska A

Obr. 9: Kapénkovy diagram pro T¢liska A

Je to opét jeden ze Sikovnych a jednoduchych ndstroja
pro porovnani dvou soubori dat. Obdobné jako
porovnanim  pomoci  krabicovych  diagramt  si
analogickou predstavu mulzeme ud¢lat tvorbou dvou
kapénkovych diagramii (viz Obr.10)
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Kapénkovy diagram pro Téliska A a Téliska B
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Obr. 10: Kapénkovy diagram pro dva soubory dat.
Z diagramu je vidét, ze lze dojit zcela ke stejnym

zaveriam ohledné souborti dat Téliska A a T¢liska B jako
jsme dosli pomoci krabicovych diagramu.
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5. Binomické a Poissonovo rozdéleni

popis diskrétnich ndhodnych veli¢in. Oborem hodnot pro
takovou veli¢inu jsou ¢isla 0,1,2,3,........ , teoreticky az
do nekonec¢na. Z hlediska teorie pravdépodobnosti a tedy
i matematické statistiky je chovani takové veliCiny
dokonale popsano, kdyz budeme znat, s jakou
pravdépodobnosti se budou tyto hodnoty pfi sledovani
takové veli¢iny vyskytovat, tedy nds zajima, napf. jaka je
pravdépodobnost, Ze se bude realizovat hodnota 11.
Obecné zapsano, jedna se o pravdépodobnost ndhodného
jevu, ze nahodna veli¢ina, ozna¢me si ji X, nabude
hodnoty n, v symbolech

Pst{ X=n}=p, n=0,123,...... ,

kde Pst je zkratka pro pravdépodobnost. Obor hodnot
diskrétni veli¢iny mize byt kone¢ny ¢i nekonecny. Obor
hodnot nahodné veli¢iny spolu s odpovidajicimi
pravdépodobnostmi je tzv. rozdéleni nahodné veli¢iny ¢i
jeji distribuce. Bohuzel v praxi sice zname obor hodnot
sledované veli¢iny, ale nezname ony pravdépodobnosti.
Jedind Sance je tyto pravdépodobnosti na zaklad¢ dat
odhadnout a pomoci téchto odhadii najit vhodny model
pro popis chovani veli¢iny.

Pro praktické ucely v ptipad¢ diskrétnich veli¢in, jako
napf. pocet neshodnych kusti nebo pocet neshod
zjisténych pro ucely sledovani stavu odpovidajiciho
vyrobniho procesu, obvykle vysta¢ime se dvéma modely,
a to sbinomickym rozdélenim pro pocet neshodnych
kusii a s Poissonovym rozdélenim pro pocet neshod.
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Popis binomického rozdéleni.

Toto rozdéleni méd kone¢ny obor moznych hodnot
nahodné veli¢iny, a to {0,1,2,........ , N-1,N}, kde ¢islo N
predstavuje napt. celkovy pocet kontrolovanych vyrobk
na jejich funkénost, obecné hovoiime o poctu pokust,
kter¢ byly provedeny. V nasem piipadé pokus je
piekontrolovani vyrobku. Toto Ccislo je samoziejmé
znamo. Co obvykle znamo neni, je pravdépodobnost
vyskytu neshodného kusu, ozna¢me ji pismenem p. To je
obecné ¢islo mezi 0 a 1. Obecné€ toto Cislo znamena, Ze se
pokus podafil ¢i naopak, ze pokus selhal, to uz zalezi na
interpretaci konkrétniho pouziti modelu binomického
rozdéleni. Tedy v naSem oznaceni, pokud veliCina X se
da popsat modelem binomického rozdé€leni, pak

N N-n
Pst{ X=n }= [n ]p” ¢-p

kde n = 0,1,2,3,........ ,N. Pokud bychom chtéli znat
pravdépodobnost, Ze v kontrolované davce bude nejvyse
tteba 10 neshodnych kusti, pak musime seCist vyse
uvedené pravdépodobnosti pro n=0,1,2,....,10. Po¢itdme
tak pravdépodobnost nahodného jevu {X<10}, tedy
obecné pravdépodobnost, ze v kontrolované davce bude
nejvyse K neshodnych kust, bude

k
Pst{X<k} = Z[:jp“ «—p",
n=0

kde k =0,1,2,3,........ JN. Této funkci argumentu k se
rika  distribuéni  funkce, téz funkce rozd€leni
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pravdépodobnosti, a zcela popisuje model binomického
rozdéleni. Parametr p Se z dat nejlépe odhaduje relativni
Cetnosti vyskytu neshodného kusu, tedy kdyz m bude
zjistény pocet neshodnych kusti mezi N kontrolovanymi
kusy, pak odhad parametru p bude:

som
-n

Pokud jde o hodnotu parametru polohy, ten zde ma
hodnotu Np. Této hodnoté se téz fika stiedni hodnota ¢i
otekavany pocCet neshodnych kusi a v modelu
binomického rozdéleni se spocita podle vzorce

N
Np = nPst{X=n},
n=0
coz je vlastné€ obecny vzorec pro vypocet sttedni hodnoty
pro jakykoliv model diskrétni ndhodné veli¢iny. Z toho
thned plyne, Ze nejlepSim odhadem pro parametr polohy
zde je pifimo nalezeny pocet neshodnych kust m.

Pokud se tykd turovné variability, pak smeérodatna
odchylka wvyjadiujici variabilitu v celém zdkladnim

souboru je rovna o =,/Np(l—p). Toto se zjisti

odmocnénim odpovidajiciho rozptylu, ktery se vypocte
Z obecného vzorce pro rozptyl

N
o? = €@—Np’ Pst{X=n},
n=0
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coz v piipad¢ binomického rozdéleni je Np(1-p).
Vzorce pro vypocet zakladnich parametrti v zdkladnim
souboru si vlastn¢ matematickd statistika vypujcila
z fyziky pevného télesa, protoze parametr polohy, neboli
sttedni hodnota, neni nic jin¢ho nezli tézisté, kdyz si
predstavime rozdéleni pravdépodobnosti jako rozdéleni
hmoty na oboru hodnot ndhodné veliciny. Rozptyl pak
neni nic jiného, nezli druhy centrdlni moment. Jak se
vypocitaji ptislusné hodnoty distribu¢ni funkce, zname-li
parametr p? Jedna moZnost je pomoci tabulek, které se
najdou vkazdé ucebnici statistiky, a nebo pomoci
vhodného softwaru, napft. i pomoci Excelu.
Jaka nebezpeci mohou vzniknout pfi nespravném pouziti
modelu binomického rozdéleni?
1. Pocet provadénych pokusti N musi byt dopiedu
znam.
2. Vysledek pokusu musi piedstavovat pouze dve
vylucujici se moznosti — uspéch ¢i neuspéch
3. Pravdépodobnost p musi byt neménna béhem
provadéni pokust
4. Pokusy mezi sebou musi byt nezavislé, tedy
vysledek jednoho pokusu nesmi ovliviiovat
vysledek jiného pokusu.
Pokud nejsou tyto 4 pozadavky splnény, nelze pouzit
model binomického rozdéleni. Je ziejmé, ze nejhiife se
bude vpraxi ovéfovat ¢i zajistovat pozadavek na
neménnost parametru p. O tom je mozno se presvedCit
tieba nasledujicim zptisobem. Data byla sbirana po urcity
casovy usek. Rozdélime si tento ¢asovy usek na nekolik
mensich podle néjaké apriorni informace ¢i ptiznakid a
spoc¢itame odhady parametru p pro kazdy takovy tsek a
pomoci nastrojii testovani hypotéz otestujeme, zdali je
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mozno parametr p povazovat za stejny ve vSech kratSich
usecich. Mnohdy staci uvazovat pouze dva tfi takové
useky.

Poissonovo rozdéleni.

Predstavme si, ze na kontrolované jednotce se muze
vyskytnout nékolik riznych vad ¢i neshod najednou.
Dopfedu tedy nevime, kolik celkem pies vSechny
piekontrolované jednotky bude vSech neshod dohromady
a nas samoziejm¢ zajima, jaky bude primérny pocet
neshod na jednotku. Toto ¢islo samoziejmé odrdzi stav
vyrobniho procesu a sledovand ndhodna veli¢ina, tedy
pocet neshod na jednotku, Ize popsat modelem
Poissonova rozdéleni. Obor hodnot takové veliciny je
obecné neohraniceny, jedna se o {0,1,2,3,.......... }a toto
rozdéleni mé jeden parametr, obvykle znaceny 4, coz je
kladné ¢islo, predstavujici pravé o¢ekavany pocet neshod
na jednotku. Pravdépodobnost, Ze se vyskytne na
jednotce praveé n neshod, je dana vzorcem

Pst{Y=n}= % expEAa),

kde n = 0,1,2,3,............. a Y oznacuje nahodnou
veli¢inu majici Poissonovo rozdéleni.

Je nutné poznamenat, ze zde pojem jednotka zdaleka
nemusi predstavovat skuteéné¢ jeden kontrolovany
vyrobek, ale jedné se o vhodné zvolenou jednotku, ktera
muze byt tfeba 10 kontrolovanych vyrobki, které
prichazeji ke kontrole kazdou hodinu. Dalsim pfipadem
jednotky muze byt ¢asovy usek a parametr 4 pak muize
piedstavovat ocekavany vyskyt né€jakého jevu za tuto
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Casovou jednotkou. Timto piikladem mutze byt
uskutenény pocet telefonnich spojeni za casovou
jednotku. Tento typ rozdé€leni pravdépodobnosti se
Vv praxi da aplikovat na fadu piipadii, dilezitou vlastnosti
tohoto rozdéleni je, ze binomické rozdéleni, které de
facto ma parametry dva, a to N a p, se da velice dobie
aproximovat pravé Poissonovym rozdélenim, kdyz N je
hodné¢ velké a na druhou stranu p naopak malé (staci
p<0,1). Zde pak plati, ze 1=Np.

Parametr 4 pfedstavuje pro toto rozdéleni jak stfedni
hodnotu tak 1 rozptyl, tedy smérodatna odchylka pro

zakladni populaci je pak VA . Parametr A samoziejme
znam neni, mame k dispozici sebrana dat a je nutno tento
parametr néjak odhadnout. Na zakladé¢ teorie 1ze ukazat,
7e nejlepSim odhadem pro néj je pravé zjistény pocet
vyskytii sledovanych jevli na jednotce, nebo v piipadé
vice zkontrolovanych jednotek pak nejlepsim odhadem je
aritmeticky primeér z celkového poctu zjisténych vyskyt
a z celkového poctu prekontrolovanych jednotek.
Distribuc¢ni funkce Poissonova rozdéleni ma pak tvar

n

Pst{Y<n} = Z%exp(—ﬂ),

j=0

pro n= 0,1,2,3,............ Jednotlivé pravdépodobnosti i
hodnoty distribu¢ni funkce Ize bud =ziskat pomoci
tabulek, a nebo lze spocitat i v Excelu, tam je k dispozici
vhodna funkce.

Jaké problémy se mohou vyskytnout pti pouziti modelu
Poissonova rozdéleni? Opét nejvétsSim problémem
Vv praxi byva ovéfeni pozadavku, ze béhem sbéru dat se
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parametr zdkladni populace A neméni. Jakékoliv zasahy
do vyrobniho procesu, at’ uz cilené ¢i nezadouci, mohou
se promitnout do zmény v parametru 4. Opét podobné,
jak popséno u binomického rozdéleni, 1ze pouZit nastroje
testovani statistickych hypotéz a podobnym uspotadanim
jako u binomického modelu otestovat neménnost
parametru A béhem sbéru dat.

5.Normalni rozdéleni

Pro spojit¢é ndhodné veli¢iny je normalni rozdéleni
praktického. Tento model mé zcela vysadni postaveni 1
Vtom, Ze fada véci pii jeho pouziti se da explicitné
spocitat a naopak fada nastrojli v matematické statistice
je zaloZena na predpokladu normality. Obor hodnot pro
nahodnou veli¢inu popsatelnou normalnim rozdéleni je
cela realna piimka od -co do +oo. Na celém svété se model
normdalniho rozd€leni oznacuje N(u,cz). Parametr p
pfedstavuje stiedni hodnotu, parametr ¢ je smérodatna
odchylka. Model je popsan tzv. hustotou, coz je spojita
ktivka zvonovitého tvaru (viz Obr. 11), ktera teoreticky
je vsude kladna, ale velice rychle napravo i nalevo od
sttedni hodnoty klesd k nule. Plocha pod hustotou ma
velikost 1 a od tvaru kiivky je odvozeno rozdé€leni
pravdépodobnosti.

Na Obr.11 je zndzornéna kiivka hustoty normalniho
rozdéleni pro p=5 a o=3. Je ihned vidét, ze kiivka je
symetrickd podél svislé osy prochéazejici stfedni
hodnotou, proto sttedni hodnota je i medidnem v zékladni
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populaci. Kdyz se méni parametr polohy p, tak se neméni
tvar kiivky, ktery je dan hodnotou parametru c. Obecné
plati, ¢im vétsi o, tim je kiivka roztazenéjsi a ndhodna
veli¢ina popsatelnd takovou kiivkou bude vykazovat
veétsi variabilitu. Parametr polohy p je na hustoté
normalniho rozdéleni ihned vidét, s parametrem ¢ je to
slozit&jsi. Délka vodorovné tisecky spojujici dva inflexni
body na kfivce je pravé 2 Specidlni pfipad s p=0 a o=1
se nazyva normované ¢i standardni normalni rozdé¢leni a
znac¢i se N(0,1). Ma vysadni postaveni, nebot’ jakdkoliv
normalné

Hustota normalniho rozdéleni
stfedni hodnota=5, smér.odchylka=3
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0,10+

0,08

0,06 4

0,04

0,02 4

0,00 - T T
=5 0 5 10 15

Obr. 11: Kfivka hustoty normalniho rozd¢leni.

rozdélena ndhodné veli¢ina X linearni transformaci
X —
Z e —,U'
o

se da ptrevést na ndhodnou veli¢inu Z, ktera ma rozdéleni
N(0,1).
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Na dalsim Obr.12 je znazornéno, jak se spocita
pravdépodobnost, s jakou se realizuje hodnota ndhodné
veliciny sSdanym normdalnim rozdélenim v rdmci
zvolené¢ho intervalu, zde (2; 3,8). Pravdépodobnost je
dana plochou vymezenou zvolenym intervalem,
potfadnicemi v jeho koncich a kiivkou normalniho
rozdéleni (viz vybarvend oblast na Obr.12).

KFivka normalniho rozdéleni
stfedni hodnota=5, smér.odchylka=3

0,186

0,02 4

0.00 2 38 5

Obr.12: Vypocet pravdépodobnosti pomoci hustoty.

Vidime, Ze pravdépodobnost padnuti naméfené hodnoty
do intervalu (2; 3,8) je 0,186. Z toho je vidét, ze
pravdépodobnost realizace jediné zvolené hodnoty, napft.
8,65, bude nulova, protoze uvazovana oblast pod kiivkou
se vV tomto pfipadé scvrkne na usecku, a ta ma nulovou
plochu. I kdyz takovy jev ma nulovou pravdépodobnost,
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neznamena to, ze hodnota 8,65 se nemuze namétit. To je
vlastnost vSech spojitych nahodnych velicin.

V piipad¢ aplikovani modelu normalniho rozd€leni na
danou veli¢inu, samozfejm& parametry p a ¢ nezndme a
jsme nuceni je z dat odhadnout. Pro odhad parametru p
se nejcastéji pouziva vybérovy primér, diky symetrii
rozdéleni se da pouzit i vybérovy median, ale aritmeticky
pramér z dat je vydatnéj$i a ma vhodnéjsi vlastnosti nezli
vybérovy medidn. Pro odhad parametru ¢ je nejcastéji
pouziva jiz zndma vybérova smérodatnid odchylka, ale
napt. v SPC Vv regulacnich diagramech se pouziva dosti
Casto vybérové rozpéti, které se vyndsobi vhodnou
konstantou zavisejici na poctu dat. Dokonce v ptipadé
malého poctu dat ( do 5-6ti pozorovani v rdmci logické
podskupiny pii statistické regulaci), se doporucuje
pracovat spiSe s vybérovym rozpétim neZli s vybérovou
smerodatnou odchylkou.

Zatim jsme hovofili o hustoté¢ normalniho rozdéleni, nyni
potiebujeme znat, jak vypadd distribucni funkce.
Distribu¢ni funkce, ozna¢me si ji F(x), kde x je libovolné
redlné Cislo, je vlastné pravdépodobnost ndhodného jevu,
ze hodnota nahodné veli¢iny bude mensi nezli X, tedy

F(x)=Pst{ X <x}.

Na Obr. 13 je vidét, jak se hodnota distribu¢ni funkce
vypocte z prubéhu odpovidajici hustoty. Bohuzel vypocet
hodnoty distribu¢ni funkce je komplikovany, protoze pro
distribu¢ni funkci neexistuje explicitni vzorec pro
stanoveni jeji hodnoty. Je nutno bud’ pouzit tabulku nebo
n¢jaky statisticky software.
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Distribuéni funkce normalniho rozdéleni
stfedni hodnota=5, smér.odchylka=3

xX u

Obr. 13: Vypocet hodnoty distribu¢ni funkce

Na Obr.13 je vidét, ze hodnota distribu¢ni funkce pro
rozdéleni N(5;9) pro x=3,2 se rovna 0,274. Je to velikost
plochy pod hustotou teoreticky od - po hodnotu 3,2.

Jak se smodelem normalniho rozdéleni pracuje?
Predstavme si, ze potiebujeme spocitat pravdépodobnost
nahodného jevu, Ze hodnota sledované ndhodné veli€iny
X se objevi v intervalu (a;b). Jde tedy o to spocitat

Pst{a<X<b)
za predpokladu, ze veli¢ina X ma rozdéleni normalni
S parametry u1 a o. Pro vypocet vyuZijeme jiZz vySe

uvedené transformace veli¢iny X na veli¢inu Z, kterd ma
rozdéleni N(0,1). Zajisté plati, ze
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pst{a<x<b)=pst{2=# <7 <P=Hy
(o2 (o2

a tudiz pro vypocet potfebujeme znat hodnoty rozdéleni
N(0,1), a ty jsou tabelovany a dostupné v kazdé ucebnici
statistiky a nebo Ize vyuzit jakykoliv statisticky software,
I v Excelu existuje funkce pro hodnoty rozdéleni N(0,1).
Abychom tedy tuto pravdépodobnost spocitali,
potfebujeme znat pouze hodnoty distribu¢ni funkce
rozdéleni N(0,1). Obvykle se tato distribuéni funkce
oznacuje V literatufe feckym pismenem ®. TakZe vyse
uvedeny vzorec 1ze doplnit nasledovné

pst{a<x<b)=pst{ 2 =# <« 7 < DT H -
(o2 (o2

Kdyz bychom potiebovali znat pravdépodobnost, Ze
hodnota normaln€ rozdélené veli¢iny bude vétsi nezli
néjaka stanovend hodnota, napt. horni specifikace, pak
postupujeme tak, Ze nejdiive spocitame pravdépodobnost
opacného jevu, tedy, ze hodnota bude pod horni
specifikaci, podle vySe popsaného postupu, a tuto
pravdépodobnost odecteme od 1. Plati totiz, Ze soucet
pravdépodobnosti nahodného jevu a jevu knému
opacnému, je prave 1.

Pomoci normalniho rozdéleni lze velice dobfie
aproximovat binomické rozdé€leni, pokud jeho parametry
N a p splnyji jednoduché podminky, ze Np>10 a
soucasné N(1-p)>10. Jak provést aproximaci, ukdzeme si
na prikladé. Budeme 100x héazet korunou a chceme
védét, jaka je pravdépodobnost toho jevu, Ze padne
licovd strana vice jak 60x. V tomto piipadé¢ jsou
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podminky pro uziti aproximace splnény. Dale
potiebujeme znat stfedni hodnotu a smeérodatnou
odchylku pro binomickou veli¢inu, za pfedpokladu, Ze
koruna neni faleSnd a tedy p = 0,5. Dosazenim do
patficnych vzoreckli diive uvedenych pro binomické
rozdéleni mame, Ze p=50 a o=5. OznaCme si naSi
binomickou veli¢inu, ptedstavujici pocet lici pii 100
hodech jako L a pouZzijme transformaci

pro vypocet veli¢iny Z, ktera ma piiblizn¢ normalni
rozdéleni N(0,1). Stejné ale musime piepocitat hranici 60
lici, =ziskame tak horni hranici pro veli¢inu Z,
(60-50)/5=2.  Takze  jsme  dospéli  k vypocltu
pravdépodobnosti nédhodného jevu, ze Z>2. Tato
pravdépodobnost je v feci distribucni funkce 1 — @(2).
S pomoci tabulek ¢i softwaru zjistime, ze ®(2)=0,9772.
Souhrnné, pravdépodobnost, ze pii 100 hodech se objevi
vice jak 60 licovych stran je asi 2,28%.

7. Rozdéleni vybérovych charakteristik a centralni limitni
véta

V kapitole o popisné statistice jsme se seznamili jiz
s nékterymi  vybé€rovymi charakteristikami jako je
vybérovy primér, vybérovy median ¢i  vybérova
smérodatna odchylka. Rika se jim vyb&rové, protoZe se
pocitaji z dat, tedy z vybéru, a tak taky s nimi musime
zachazet. Jsou tedy funkci od namétfenych dat, a proto
kdyZ naméfim jind data, tak se hodnota uvaZované
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vybérové charakteristiky zméni, coz znamend, ze
variabilita obsazena v datech se prenese 1 do vybérové
charakteristiky, kterd pak bude vykazovat svoji Groven
variability. Stejné je to i s parametrem polohy. Namé&fena
data se shromazd’uji kolem hodnoty parametru polohy a
rovnéz vybérova charakteristika bude mit svou hodnotu
parametru polohy, kolem n¢hoz se budou shlukovat
hodnoty této namcfené charakteristiky odvozené od
jednotlivych vybéra dat. Kratce feceno, kazda vybérova
charakteristika je ndhodnou veli¢inou, kterd ma svoji
vlastni distribuéni funkei, jejiz tvar je dan jednak
vzorcem pro vypocet charakteristiky zdat a jednak
distribuéni funkci sledované nahodné veliCiny, jejiz
hodnoty ziskdvame sbérem dat. Odvozeni tvaru
distribuéni  funkce pro tu kterou vyb&rovou
charakteristiku je pomérné slozitd zaleZitost vyzadujici
metody diferencidlniho a integralniho poctu, mnohdy
neni mozné dokonce odvodit explicitni vzorec pro
hledanou distribu¢ni funkci. Které charakteristiky pocitat
a proc, to je zaleZitost spadajici do teoretického pozadi
matematické statistiky.

Nyni se musime jeS§t¢ zminit o velice dilezitém pojmu,
bez nc¢hoz si nelze teorii pravdépodobnosti a
matematickou statistiku predstavit a spousta véci by se
bez n¢ho nedala vibec odvodit. Jednd se o pojem
stochastické nezavislosti. Je to vlastnost ndhodnych jevi
odpozorovana zreality, ktera ma zdsadni dopad na
zpracovani dat. Méjme dva ndhodné jevy, ozna¢me si je
A a B. Rikame, Ze jsou stochasticky nezavislé (dale pro
jednoduchost  budeme  fikat  nezavislé), kdyz
pravdépodobnost jejich spolecného vyskytu, tedy jejich
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priniku, je rovna souCinu jejich jednotlivych
pravdépodobnosti. Tedy pomoci vzorce:

Pst{ANB} = Pst{A}Pst{B}.

Rovnéz o dvou nahodnych veli¢inach lze hovofit o jejich
nezavislosti. M&jme dvé nahodné veli¢iny X a Y. Rikdme,
7e jsou nezavislé, pokud jsou nezavislé ndhodné jevy
Pst{X <x} a Pst{Y <y} pro kazdé x a kazdé y.

Definice je sice celkem srozumitelnd, ale jak zjistime,
jestli dva konkrétni nidhodné jevy nebo dv€é nahodné
veli€iny jsou nezavislé? Jediné zase na zaklad¢ dat.
Statistika ma vhodné nastroje, kterymi se da otestovat
hypotéza o nezavislosti jevil ¢i veli¢in. Dal$i moZnost je
skute€né v ramci pouzittho modelu dokazat vypoctem,
ze dva jevy ¢i dvé ndhodné veli¢iny jsou nezavislé. Tento
postup lze napt. pouzit, kdyz se dokazuje nezavislost
vybérového priméru a vybérové smerodatné odchylky
pocitanych z tychz dat za piedpokladu, Ze data pochdzeji
od veli¢iny majici normalni rozdé¢leni.

Se zavislosti je nutno napt. pocitat, kdyZ na daném
vyrobku se sleduje vice znakd jakosti, které se
samoziejm¢ mohou navzajem ovliviiovat. V praxi je cela
fada piipadu, kdy se vi na zaklad¢ zkuSenosti, Ze n&jaké
veli¢iny jsou zavislé ¢i nezavislé. Spravné by se ale tato
skutecnost méla ovéfit na sebranych datech, protoze
kazda zkuSenost mé subjektivni charakter a Clovék se
muze pouze domnivat, ze to tak je. Vice o nezavislosti,
resp. o nekorelovanosti, nahodnych veliCin bude
Vv kapitole vénované linearni regresi.

vvvvvv

vybérovych charakteristik, a to vybérovym primérem.
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Zactneme piikladem. Provddime hody kostkou, o niz
budeme ptredpokladat, ze je pravidelnd, takze padnuti
kazdé¢ strany ze Sesti moznych je prave jedna Sestina. Tim
je dan model pro ndhodnou veli¢inu, kterd ptredstavuje
pocet ok na té strané, kterd se pti hodu objevila nahote.
Obor hodnot této veliciny je {1,2,3,4,5,6} a kazdy
vysledek se realizuje s pravdépodobnosti 1/6. Provadime
sekvenci hodii a vzdy po provedenych deseti hodech
spoCitame vyberovy prumér, tedy aritmeticky prumér
Z on¢ desitky pokusii. Priméry budeme zaznamendvat a
feknéme, ze jich méame 200. Znich se sestavime
histogram a co uvidime, je zobrazeno na Obr. 14.

Histogram priiméri z 10 hodii kostkou

354 Mean 3,506
— StDev 0,5746

30 -
TN
254

20

Cetnosti

154

104

0 T T T T T T T
2,4 2,8 3,2 3,6 40 44 48
Priiméry

Obr. 14: Histogram z prameéru deseti hodu kostkou
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Kdyz se podivame na vyse uvedeny histogram ihned nas
napadne, zdali by se chovani primért z deseti hoda
kostkou nedalo popsat normalnim rozdélenim. Podivejme
se na zdkladni vyberové charakteristiky. Vybérovy
pramér zdvou set pruméra je 3,508 a vybérova
smérodatnd odchylka je 0,5748. Nyni si spocteme, jaka je
sttedni hodnota vychozi nahodné veli¢iny pocitana
Vramci modelu. Zjistime, Ze méa hodnotu 3,5, totiz
seCteme vSechny hodnoty z oboru nahodné veliciny a
podélime 6. Tato hodnota se pfili§ nelisi od aritmetického
praméru 3,508. Je to ndhoda? Neni. Lze ukazat, ze
vybérovy primér ma stejnou stfedni hodnotu jako
vychozi ndhodnd veli¢ina. Tato vlastnost plati obecné pro
jakoukoliv ndhodnou veli¢inu majici stfedni hodnotu, a
proto se vybérovy primér pouziva ¢asto jako odhad pro
stfedni hodnotu.

Nyni spoc¢itdme smérodatnou odchylku vychozi veli¢iny
pocet ok na kostce. Opét pouZzijeme vzorec pro vypocet
smérodatné odchylky v modelu, ¢ili

Kdyz toto spocitame, tak dostaneme o = 1,7078. My
jsme pruméry pocitali vZdy zdeseti hodi kostkou,
zkusme hodnotu pro o podélit J10. Dospéjeme tak
k ¢islu 0,5401 a toto Ccislo porovnejme s hodnotou
vybérové smérodatné odchylky pro primeéry. Sice se lisi
vice nezli aritmeticky primér od stfedni hodnoty, ale
néco to piece jenom napovidd. Kdybychom méli jeste
vice primérti k dispozici, tak by shoda byla jesté
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patrnéjSi. Opét lze obecné dokazat, ze smérodatna
odchylka vybérového praméru poc¢itaného z n hodnot, ma
velikost smérodatné odchylky vychozi ndhodné veli¢iny
d&lené /n. Lze totéz vyjadfit 1 v fe¢i rozptylt: Rozptyl
vybérového pruméru pocitaného zn hodnot je n krat
mensi nezli je rozptyl vychozi ndhodné veli¢iny.

Tato vlastnost plati pro smérodatnou odchylku
vybérového priméru pouze za jednoho dilezitého
pfedpokladu. Vybér se musi skladat ze vzajemné
nezavislych pozorovani! Presnéji popsano to znamena, ze
se na vybér o rozsahu n musime divat jako na
posloupnost n nezavislych nahodnych velicin, které maji
totéZ rozdéleni pravdépodobnosti, tedy stejnou
distribuéni  funkci. Tato stejnost v sobé odrazi
predpoklad, ze béhem odbéru dat se podminky, za nichz
sbér dat probiha, neméni, tudiz neni ditvod ménit model a
parametry modelu tim padem jsou konstantni.

Nyni se vratme k histogramu na Obr. 14. Jak uvidime
dale, napaditd shoda histogramu z primérid a hustotou
normdlni rozdéleni neni ndhodna, ale je to disledek
jednoho pilite teorie pravdépodobnosti, tzv. Centralni
limitni véty ¢i teorému (CLT). Co tato véta tvrdi? At je
rozdéleni vychozi ndhodné veliciny jakékoliv a my mame
moznost neomezené zvétSovat rozsah vybéru n  pfi
zajiSténi nezdvislosti mezi pozorovanimi a pocitat
vybérové pruméry z nich, pak rozdéleni
pravdépodobnosti uvazovanych primérti se pftiblizuje
srostoucim N normalnimu rozdéleni. V piipadé, ze
rozdéleni vychozi ndhodné veliCiny je normalni N(u,cz),
pak vybérovy primér z n nezavislych pozorovani ma pro
kazdé n normalni rozd&leni N(y,6°/n).
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Automaticky se nabizi otazka, kolik je zapotiebi
pozorovani, tedy jak velky by mél byt rozsah vybéru n,
aby se pii nenormalnim rozdéleni vychozi ndhodné
veli¢iny chovani vybérovych priméra dalo jiz dobfie
popsat normalnim rozdélenim? Bohuzel se dosti v praxi
fungovani CLT pfecefiuje a normalni rozdéleni se pro
popis chovani primérti automaticky pouzije uz pfi
malych rozsazich, n= 2,34..., kdy CLT jesté¢ zdaleka
nemusi platit (napf. pfi pouziti regulac¢nich diagramii pro
podskupiny pii aplikaci SPC). Obecné nelze dat presnou
odpovéd’, ta totiz silné zavisi 1 na tvaru vychozi
distribuc¢ni funkce. Lze ale fici, Ze na zakladé zkuSenosti
statistik®, jiz pro n > 25 se da ocekavat dobra shoda
S normalnim rozdélenim.

Aproximace pomoci modelu normalniho rozdé€leni
nefunguje pouze pro vybérové prumeéry, ale i pro jiné
veli€iny, jako napf. pro relativni ¢etnosti. Pfedstavme si,
ze méme nahodnou veli¢inu popsatelnou binomickym
rozdélenim s parametrem p. Na zdkladé ndhodného
vybéru zN pokust zjistime hodnotu relativni cetnosti
vyskytu sledovan¢ho jevu, napt. vyskyt neshodné
jednotky, tedy odhad parametru p

=M
p—N!

kde m je pocet zjisténych neshodnych jednotek. Na
zakladé CLT lze ukazat, ze veli¢ina
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7__P-P
p(L- p)

N

ma piiblizné normalni rozdéleni N(0,1). Opét se miizeme
ptat, kdy mame pravo tuto aproximaci pouzit. Na zakladé
zkuSenosti se da hovofit o dobrém pfibliZzeni
standardnimu norméalnimu rozdé€leni, kdyz Np > 10 a
soucasné i N(1-p) > 10.

Kcemu se takova aproximace miize hodit, ukazuje
nasledujici ptiklad. Na zaklad¢ zkuSenosti z Cetnosti
onemocnéni déti pifi chiipkové epidemii vime, Ze
onemocni v praméru 25% zakl. Chceme védét, jaka je
pravdépodobnost za této situace, Zze procento nemocnych
piekro¢i hranici 30%. Celkovy pocet zakd v konkrétni
Skole je 300. Samoziejmé, Ze vSe by se dalo spocitat
v modelu binomického rozdéleni s p=0,25 a N=300.
Snadnéj$i je pouzit CLT a onu pravdépodobnost
odhadnout pomoci normalni aproximace. Ovéfime, zdali
ma tato aproximace opravnéni. Np= 75, N(1-p)=225, ¢ili
bohat¢ jsou piedpoklady pro aproximaci splnény. Nam se
jednad o pravdépodobnost nahodného jevu, Ze relativni
¢etnost nemocnych zaka prekroci hranici 0,3, ¢ili

Pst{ p > 0,3}.

Odhadneme pravdépodobnost opacného jevu a pak
odecteme od 1.
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p-025 _ 03-025
\/0,25(1—0,25) _\/0,25(1—0,25)
300 300

Pst{ p<0,3} = Pst{ 1.

Po vypocteni dospéjeme k aproximaci

Pst{Z< 2} = ®(2) = 0,97725. Tedy pravdépodobnost
prekroceni nemocnosti nad 30% je 2,28%.

Ten zavér se da pouzit jest¢ pro dalsi uvahu.
Predpoklddejme, ze procento nemocnosti se pfi
chiipkové epidemii vySplha nad hranici 30%. Jestlize by
platila hypotéza o ocekdvané urovni 25%, pak by
skute¢n¢ nastal jev majici pravdépodobnost 2,28%. Jiz na
zacatku jsme tekli, ze statistika déla zaveéry spojené vzdy
s rizikem. Zvolime-li si v tomto piipadé¢ riziko 5%, pak
diky tomu, Ze toto riziko je vétsi nezli pravdépodobnost
2,28%, pak na zakladé tohoto faktu lze tvrdit, Ze pak
hypotéza o 25% neplati. Kdybychom riziko zvolili na
urovni 1%, pak by platila opacna nerovnost, a neméli
bychom pravo o platnosti hypotézy pochybovat. Trochu
jsme témito uvahami nakoukli do kapitoly tykajici se
testovani statistickych hypotéz.

8. Pomocné rozdé€leni

Tato kapitola je v€novana tfem rozdélenim, kterd jsou
odvozena od normalniho rozdéleni a jsou zvlastni tim, Ze
tato rozdéleni se obvykle nehodi jako modely pro popis
chovani néjaké sledované ndhodné veliiny, maji totiz
zcela teoreticky charakter, ale statistika se bez nich
nemiize obejit. Jednd se o tzv. xz-rozdéleni (¢te se chi-
kvadrat), t-rozdéleni a F-rozdéleni.
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y*-rozdéleni.

V ptedchozi kapitole jsme se bavili o tom, Ze vyberovy
pramér je vlastné ndhodna veli¢ina, kterd ma své vlastni
rozdéleni, které je odvozeno od vychoziho rozdéleni
sledované nahodné veli¢iny. Rovnéz tak vybérova
smérodatnd  odchylka s ma svoje rozdéleni
pravdépodobnosti a 0 tom si ted’ néco fekneme. Kdyz
vynasobime vybdrovy rozptyl s® &slem (n - 1), viz
vzorecek pro vypocet S, dostaneme soucet Ctverct, totiz

(D= D%, -0,

A kdyz budeme znat parametr o, pak ob¢ strany rovnosti
mizeme podé&lit &islem o Pak kazdy s¢itanec v souctu
¢tverci na pravé stran¢ je druhd mocnina ndhodné
veli¢iny, kterd ma normalni rozdéleni. Tito s€itanci jsou
navzajem zavisli, protoze ve vSech se vyskytuje X. Ale
za predpokladu, Ze pozorovani Xi, Xa,........ ,xn budou
nezavisla, lze ukazat, ze onen soucet kvadrati se da
vyjadfit jako soucet (n - 1) kvadratii nezavislych velicin,
které¢ maji rozdeleni N(0,1). Tim jsme se dopracovali
k rozd&leni ° 0 (n — 1) stupnich volnosti. Plati totiz, Ze
nahodna veli¢ina mé rozdéleni pravdépodobnosti x2 0
k stupnich volnosti, jestlize se da vyjadfit jako soucet
k druhych mocnin nezavislych nahodnych velicin
majicich rozdéleni N(0,1). Stupné¢ volnosti jsou jedinym
parametrem tohoto rozdéleni a hodnota tohoto parametru
je znama, protoze se da odvodit od poctu pozorovani.
Hodnoty distribu¢ni funkce rozdé€leni Xz jsou tabelovany
v kazdé wucebnici statistiky, vkazdém statistickém
softwaru, Ize je spocitat i v Excelu.
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t-rozdéleni.
Toto rozdéleni budeme potiebovat, az budeme testovat
hypotézy o parametru polohy p u normalniho rozdéleni.
Z ptedchoziho vime, ze obvyklym odhadem parametru
polohy je vybérovy primér. Méjme tedy dan vybérovy
pramér z nezavislych pozorovani ndhodné veli€iny, ktera
mé rozdéleni N(u,0°). Z ptedchozi kapitoly vime, Ze
vybérovy pramér pak mé rozdéleni N(],L,GZ). Kdyz
X —
S

'u\/ﬁ , tak jsme vlastné

budeme uvazovat podil

—H
0]

pfevadi normalné¢ rozd€lenou veli¢inu X na veli¢inu
Z srozdélenim N(0,1). Zde za veli¢inu X jsme vzali
vybérovy primér X, a protoze smeérodatnou odchylku

pouzili jiz uvazovanou transformaci Z = , ktera

vybérového praméru o/~/n nezndme, nahradili jsme ji

vybérovou smérodatnou odchylkou s//n. Nyni se
vyuzije jiz dfive zminénd dllezita vlastnost normélniho
rozdéleni, Ze vybérovy primér a vybérova smérodatna
odchylka spocitané z nezavislych pozorovani normalné
rozdélené ndhodné veliCiny, jsou stochasticky nezavislé.
Na zdkladé¢ tohoto faktu 1lze odvodit rozdé€leni
X s a Jn a tomuto rozd&leni

pravdépodobnosti pro podil

se fika t-rozdéleni o (n-1) stupnich volnosti. Poc¢et stupit
volnosti (n—1) je dan stupni volnosti y°- rozdéleni, které
souvisi s vybérovou smérodatnou odchylkou s, jak bylo
zminéno vySe. t-rozdéleni se potifebuje pii testovani
hypotéz o chovani parametru polohy p u normalniho
rozdéleni. Distribuéni funkce tohoto rozdéleni je taktéz
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tabelovana v kazdé ucebnici statistiky, v kazdém
statistickém softwaru a lze ji spocitat i v Excelu.

F-rozd¢leni.

Toto rozdéleni bylo odvozeno pro potfeby odpoveédét na
nasledujici otazku. Pozorujeme ndhodnou veli¢inu, napf.
znak jakosti na vyrobku, a potfebujeme posoudit, zdali se
po zasahu do procesu smérodatnd odchylka skutecné
zmensSila, jak bylo zdsahem minéno. Jak to oveéfime?

Musime mit pozorovani pted opatfenim a po opatieni,
oznaéme si je X1, X2, ... ..... Xn Ay, Yo, ... ,ym- ROzsahy n,
m se mohou liSit. Spocitdime vybérovy rozptyl pied
opatienim, tedy s*(X) a po opatieni s°(Y). Podil t&chto
s*(X)

SZ

dvou ndhodnych veli¢in za predpokladu, Ze jsou
nezavislé, ma pak tzv. F-rozdéleni znacené F( n-1, m-1) o
(n-1, m-1) stupnich volnosti vtomto poradi. Nejdiive
jsou stupné volnosti Citatele, a pak jmenovatele.
Stupné (n-1, m-1) jsou opét odvozeny od Xz-rozdéleni,
které¢ vystupuji u rozdéleni vyberovych rozptyli. Opét
hodnoty distribu¢ni funkce F-rozd¢leni se najdou v kazdé
ucebnici statistiky, v kazdém statistickém softwaru a
v Excelu je taktéz funkce pro vypocet F-rozdéleni.
Spolu s témito pomocnymi rozdélenimi musime zavést
velice dulezity pojem, ktery ve statistice se vyskytuje
velice Casto. Jedna se o pojem kvantilu, ktery lze zavést
pro jakoukoliv distribu¢ni funkci. Mame tedy né&jakou
nahodnou veli¢inu X, a jak jiz vime, jeji distribucni
funkce F, je dana vzorcem

F(x) = Pst{X <x},
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kde x je realné Cislo. Predstavme si, ze distribu¢ni funkci
zname a zvolme C¢islo a zintervalu (0,1). Hledejme
takové redlné x, , které bude spliiovat rovnici

F(X,) = Pst{X <x,}= a.
Tato rovnice ma jediné feSeni X,, které se nazyva
1000%-ni kvantil pfislusné distribu¢ni funkce. Blize na
Obr. 15, kde je zobrazen 5ti procentni kvantit od

Xz-rozdéleni 0 25 stupnich volnosti.

5ti procentni kvantil
Chi-kvadrat distribuce s 25 stupni volnosti

hustota
o
°
w

14,6

Obr.15: 5ti procentni kvantit y°-rozd&leni o 25 stupnich
volnosti

Na Obr.15 je vidét, ze 5ti procentnim kvantilem je
hodnota 14,6. To znamena, ze pravdépodobnost vyskytu
nahodné veli¢iny majici y*rozdéleni o 25 stupnich
volnosti pod hodnotou 14,6 je prave 0,05.

Znalost kvantila je, jak uvidime dale, velice dulezita, a
proto tabulky pfislusSnych kvantili pro normalni
rozdéleni a pomocna rozdéleni jsou k nalezeni ve vSech
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ucebnicich statistiky, statistickych softwarech a rovnéz
pomoci patii¢nych funkei v Excelu.

Obvykle soucasné s pojmem kvantilu se zavadi téz pojem
kritickd hodnota, protoze spolu bezprostiedné souviseji.
Opét se na zacatku zvoli ¢islo a z intervalu (0,1). Pak
1000%-ni kritickd hodnota g, neni nic jiné¢ho nezli
100(1-a)%-ni kvantil, tedy g, - X1.. Na Obr.16 je
znazornéno graficky, co kriticka hodnota urcuje.

10-ti procentni kriticka hodnota
F-rozdéleni F(20,28)

1,0

0,8

0,6

hustota

0,4-

0,2

0.0 0 1,69

Obr.16: 10-ti procentni kriticka hodnota F-rozdéleni
F(20,28)

Vyznam kritické hodnoty je nasledujici. 1000%-ni
kritickd hodnota rozdéleni pravdépodobnosti predstavuje
hranici, nad niz se pravé s pravdépodobnosti a vyskytne
hodnota nadhodné veli¢iny s uvaZovanym typem rozdéleni
pravdépodobnosti. Kritické hodnoty se odvodi od
piislusnych hodnot kvantild.
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9. Konfidenc¢ni intervaly
Hodnotu parametru polohy ¢i smérodatné odchylky
V rdmci celé zakladni populace nezndme a odhadujeme je
z dat. Jako odhady nam slouzi obvykle vybérovy prameér
a vybérova smérodatnd odchylka. To jsou ale ndhodné
veli¢iny, ¢ili hodnoty odhadi jsou néhodna Ccisla
vypocitana z dat, a tudiz se méni podle toho, jakéd data
jsme ziskali. Tedy mame sice odhad neznamého
parametru, ale nevime, jak daleko je od ocekavané
hodnoty parametru v ramci celé populace. Vime ale, Ze
vybérové charakteristiky (fikd se jim téZ statistiky) maji
kazda svoji stfedni hodnotu a smérodatnou odchylku a
toto miZeme vyuZit pro upfesnéni informace o
vzdalenosti mezi odhadem parametru a jeho ocekavanou
hodnotou. Velikost této vzdalenosti je pravé vyjadiena
délkou konfidencniho intervalu. Nejdiive si jeho
odvozeni ukdzeme na dalezitém piikladu.
M¢gjme tedy nahodnou veli¢inu normalné rozdélenou
Sparametry u a ¢ a odhadujeme stfedni hodnotu p
pomoci vybérového primeéru. V kapitole o pomocnych
rozdé€lenich jsme ukazali, ze veliina

t=2"#n

S

ma t-rozd€leni s (n-1) stupni volnosti. Nyni si zvolime
uroven rizika o, s nimz budeme pracovat. Obvykle se
vpraxi voli 0,05 ¢i 0,01, ale neni to pravidlo.
Z t-rozdéleni odvodime jeho pfislusny 100(o/2)-ni
kvantil x,, a pftislusnou 100(a/2)-ni kritickou hodnotu
Jo2- Tyto hodnoty se vyznacuji tim, ze hodnota statistiky
t se mezi nimi realizuje s pravdépodobnosti 1-o. Tedy
pomoci vzorce

63



X—pu
PSt{ Xu2 < — n<gw}=l-a, (¥
jak je vidno na Obr.17.
t-rozdéleni o 15 stupnich volnosti
2,5%-ni kvantil a 2,5%-ni kriticka hodnota
0,4
0,3
o]
2
é 0,2
0,1
0,025 0,025
00- -2,13 0 2,13
X

Obr.17: Kvantil a kriticka hodnota pro t-rozdéleni.

Podle obrazku jsou 2,5%-ni hodnoty kvantilu a kritické
hodnoty -2,13 a 2,13, To znamena, ze
S pravdépodobnosti 95% se hodnota nahodné veliCiny
majici t-rozdéleni o 15 stupnich volnosti objevi mezi
-2,13a2,13.

Nyni upravime ve vztahu (*) nerovnosti tak, aby se
osamostatnil parametr p. Hodnota pravdépodobnosti

1 — o se tim samoziejm¢& nezméni, protoze jsme provedli
pouze ekvivalentni Upravy v nerovnostech. Tim jsme
dospéli k vyjadieni
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Pst{ X — qo/\/—5ﬂ<x ch\/—} 1- a.

Ziskali jsme tak dolni a horni hranici intervalu pro
hodnoty parametru p, ktery s pravdépodobnosti 1 — a
pokryva pro nas neznamou hodnotu tohoto parametru.
Takovému intervalu se ¥ik4 konfidenéni interval. Cislo

1 — o se nazyva koeficient spolehlivosti. Jak je nutno
rozumét této pravdépodobnosti? Predstavme si vSechny
takto zkonstruované konfidencni intervaly na zaklad¢ dat.
To je vlastn€ taky zakladni populace slozend z téchto
intervall a 100(1-a)% téchto intervalli tu ocekavanou
hodnotu parametru p pokryvad a 1000% ji nepokryva.
Takze kdyz se realizuji data, tak mdme pravdépodobnost
1 — o, ze vytdhneme =z populace intervalli interval
pokryvajici spravnou hodnotu p a s opacnou nerovnosti
interval nepokryvajici tuto hodnotu.

Kdyz se podivame na vzorce pro vypoCet mezi
konfiden¢niho intervalu, tak vidime, Ze zavisi na tifech
veli¢inach. Jednak je to volba Urovné rizika o, pak na
poc¢tu pozorovani a na urovni smérodatné odchylky o
prostiednictvim jejiho odhadu s. Nékdo by si fekl, ze si
zvoli mensi riziko volbou mensi hodnoty pro a. Jak se to
promitne to velikosti intervalu? Kdyz chce$ mensi riziko,
tak si konfidencni interval ale zvétsiS. ZmenSit jeho
velikost se d& vétSim potem pozorovani, protoze Jn
vystupuje ve jmenovateli a nebo tim, Ze v zakladni
populaci je mensi Groven variability a lze tedy ocekavat i
mensi hodnotu vybérové smérodatné odchylky s.

Obdobnym postupem lze odvodit i konfidenc¢ni interval
pro rozptyl ¢i pro smérodatnou odchylku v zakladni
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populaci.. Z pfedchoziho vime, Ze veli¢ina (n — 1) s%/o”
ma xz-rozdéleni o N -1 stupnich volnosti. Opét zvolime
koeficient spolehlivosti 1 — a. Najdeme 1000/2%-ni
kvantil X, a 1000/2%-ni kritickou hodnotu q,,,. pro
x*-rozd&leni o n -1 stupnich volnosti. Pak tedy plati

Pst{ X,» <(n—1)s%6° <Qur}=1-a.

KdyZ provedeme podobné tpravy uvniti zavorek jako u
vybérového pruméru, tak ziskdme horni a dolni mez
konfiden¢niho intervalu pro rozptyl, totiz

Pst{ (n -1)s% 2 < 6° < (N —1)s%/ X, }.

Konfidenéni interval pro parametr o ziskdme
odmocnénim mezi konfidenéniho intervalu pro rozptyl.
Pak tedy konfiden¢ni interval pro smérodatnou odchylku
© ma tvar

<s\/n_—1 s\/n_—1>

Vlastnosti konfiden¢niho intervalu pro parametr ¢ jsou
stejné jako pro konfiden¢ni interval parametru L.

Je nutné pfipomenout, ze vyse odvozené konfidencni
intervaly byly vypocteny za piedpokladu, Zze vychozi
nahodna veli¢ina ma normdlni rozdé€leni. Déle je dobré
veédét, Zze pokud pocet pozorovani je vétsi nezli 30, pak
kvantily t-rozdéleni se daji velice dobfe aproximovat
kvantily normalniho rozdéleni N(0,1).
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Dale je nutno si uvédomit, ze v piipad¢ jinych rozdéleni
pravdépodobnosti vychozi veli¢iny, jako je napt. log-
normalni ¢i Weibullovo rozdéleni, ktera také maji svoje
parametry a  které obvykle nezname, je situace
s odvozenim prislusnych konfiden¢nich intervalt pro tyto
parametry daleko komplikovanéjsi a mnohdy je nutno
sahnout pouze ke vhodné aproximaci.

Samoziejmé, Ze l1ze zkonstruovat konfiden¢ni intervaly
pro parametry binomického a Poissonova rozdéleni.

V piipadé€, Ze mame dostatecny pocet pozorovani, 1ze
vyuZit pro konstrukei intervalll aproximaci zaloZenou na
CLT. Pokud by pocet pozorovani nebyl dostate¢ny, tvary
konfiden¢nich intervald pro parametr p a parametr A jsou
komplikovangjsi a 1ze je najit v doporucené literatute.

Z CLT vime, 7e néhodné veligina %\/ﬁ mé pii
p(L-p

dostatecné velkém n pfiblizné normalni rozdéleni N(0,1).

Tato skutec¢nost se da vhodné vyuzit pro konfiden¢ni
interval parametru p na zvolené konfidenéni rovni
1-a.Pro tvar intervalu pottebujeme znat ptislusné
kvantily normovaného normalniho rozdé€leni z,,, a z1-,.

Diky symetrii normovaného normalniho rozdéleni plati,
ze Zof2 = - Li-as2-
Pak konfidenc¢bi interval pro parametr p ma tvar:

_ [pLl-p) - p(L-p
<p+za/2 p(Tp1p+21—a/2 ¥>

Veli¢ina p je odhad parametru p a je dan relativni

cetnosti vyskytu neshodnych jednotek. Vyuziti
konfiden¢niho intervalu si vysvétlime na ptiklad¢.
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Predstavme si, Zze vyrabime jednotky, u nichZ se
kontroluje pouze jejich funkénost. Chceme zjistit,

Vv jakém stavu se nachazi nas vyrobni proces z hlediska
produkce neshodnych jednotek. Z procesu odebereme
napt. 300 jednotek, a zjistime, kolik jich funguje a kolik
ne. Necht’ pocet nefunkénich jednotek je 4 kusy. Kdyz
spocitame relativni ¢etnost nefunkénich jednotek, mame
odhad pravdépodobnosti vyskytu nefunk¢ni jednotky,
tedy 4/300 = 0,0133, to je nds odhad p . Zvolme uroven

spolehlivosti 95%. Potiebné kvantily od rozdéleni N(0,1)
jSOU 20,025 = -1,96 a 20,975 =1,96. Po dosazeni
pozadovanych hodnot do vySe uvedeného vzorecku
vysledny konfidenéni interval je (0,0067, 0,0199). To
znamena, Ze skutecnd hodnota parametru p se

S pravdépodobnosti 0,95 nachazi mezi témito dvéma
mezemi. Pokud tedy by byl pozadavek na vykonnost
procesu na urovni p = 0,0075, pak nemame divod to
zpochybnovat. Pokud by byl pozadavek p = 0,025, pak
nas proces je dokonce lepsi, pokud by se jednalo o p =
0,005, pak by nas proces toto nespliioval.

Zcela analogicky lze vyuzit pro posouzeni stavu
vyrobniho procesu konfidenc¢ni intervaly pro parametr
polohy ¢i pro uroven variability v ptipadé néjakého
sledovaného znaku jakosti spojitého charakteru na
vyrobku. Pokud tedy konfiden¢ni interval pro parametr
polohy p bude pokryvat jeho pozadovanou hodnotu,
napf. prostifedek specifikacniho rozmezi, pak neni diivod
do procesu zasahovat, jestlize ale pozadovana hodnota
bude mimo konfidencni interval, pak proces se zadanou
urovni konfidence nesplnuje pozadavek kladeny na jeho
polohu. Tytéz tivahy lze provést i v ptipadé urovné
variability. Kdyz pozadovana hodnota pro parametr o
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bude vétsi nezli horni mez konfiden¢niho intervalu,
proces resp. sledovany znak jakosti vykazuje s velkou
pravdépodobnosti mensi troven variability, nezli je
zadano. Kdyz ale poZzadovana hodnota pro ¢ je mensi
nezli dolni mez konfiden¢niho intervalu, 1ze o¢ekavat, Ze
znak jakosti vykazuje vétsi variabilitu nez je pozadovano.
V piipad¢, ze pozadovana hodnota pro o je pokryta
konfiden¢nim intervalem, tak nemame diivod pochybovat
o tom, ze pozadavek na parametr ¢ je splnén.

8. Zaklady testovani statistickych hypotéz

Testovani hypotéz je oblast matematickeé statistiky, ktera
umoziuje potvrdit ¢i vyvratit né¢jakou hypotézu o
zakladni populaci. Hypotéza se mize tykat né¢jakého
ptedpokladu o chovani hodnoty parametru jako je stfedni
hodnota, median ¢i smérodatna odchylka, nebo se mize
tykat volby vhodného modelu, napft. zda 1ze pouzit model
normalniho rozdéleni ¢i zda dva sledované znaky jakosti
lze povazovat za zavislé ¢i nezavislé. Hovotime tak o
parametrickych nebo neparametrickych testech.
Statistickd hypotéza ma tedy charakter n&jakého tvrzeni o
zéakladni populaci, o jehoz zamitnuti ¢i nezamitnuti se
rozhoduje na zéklad¢ ziskanych dat pomoci statistickych
testll, coz jsou postupy, které si statistika pro takova
rozhodnuti pfipravila na zaklad¢ teorie. Je nutné si hned
na zacatku pfipomenout, ze vzdy mame k dispozici pouze
castecnou informaci z dat, a tedy zavery statistickych
test mohou byt chybné v tom smyslu, ze neodpovidaji
skute¢né situaci v zékladni populaci. To je zpisobeno
tim, ze do hry vzdy vstupuje nahoda. Teorie se snazi
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navrhnout takové testy, u nichz by riziko chyby bylo co
nejmensi.

Predstavme si, Ze sledujeme nahodnou veli¢inu, kterou je
mozno popsat binomickym rozdélenim s parametrem p,
ktery ale nezname. Vyslovime hypotézu, Ze parametr p =
0,20. Tato hypotéza se obvykle nazyva nulovou
hypotézou. Proti nulové hypotéze musime ale v kazdém
ptipad¢ vyslovit alternativni hypotézu, kterou pfijmeme
pfi zamitnuti nulové hypotézy. Nulova hypotéza a
alternativni hypotéza se musi zdsadné vylu€ovat,
nemohou nastat soucasné€. Na druhou stranu dohromady
nemusi vycerpat vSechny moZnosti. Nulovéd hypotéza
tvaru p = 0,20 se nazyva jednoducha, obdobn¢ i
alternativni hypotéza, napt. Ze p = 0,30, ale mlzZe byt i
tzv. sloZzena, napt. ze p > 0,20. Dosti ¢asto v literatuie se
nulova hypotéza znac¢i Hy a alternativni hypotéza jako Hy
¢i A. Tedy napt. Ho: p = 0,20 proti H;: p > 0,20. Proti
jednoduché hypotéze Hy: p = 0,20 tak miize stat jedna ze
tfi moznosti sloZzenych alternativ. Bud’ tzv. oboustranna
alternativa, ze p # 0,20 nebo jedna z tzv. jednostrannych
alternativ p > 0,20 ¢i p < 0,20. Volba alternativy zcela
zavisi na obsahu hypotézy, kterou chceme testovat a
jakou odpovéd’ pottebujeme znat. Obvykle pii formulaci
nulové hypotézy pocitame s tim, ze nedoslo k zadné
zméné nebo hypotéza vyjadiuje to, co je ocekavano. Ale
nemusi tomu byt vzdy tak, protoze, jak uvidime v dal$im,
zamitnuti hypotézy ma vzdy silné¢j$i vahu nezli jeji
nezamitnuti, protoze pii nezamitnuti hypotéza nemusi
platit. Obecné feceno, véiime, ze hypotéza plati, pokud
nas data nedonuti ji zamitnout a ptiklonit se k alternativé.
Ptijeti alternativy tedy znamena nalezeni statisticky
vyznamného rozdilu proti nulové hypotéze.
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Jaké chyby mizeme udélat pfi statistickém testu? Jednak
se muze stat, ze zamitneme hypotézu, ktera ale plati. Této
chybé se tika chyba 1.druhu. Pravdépodobnost vyskytu
takové chyby se nazyva riziko chyby 1. druhu a obvykle
se znaci a. MiZzeme ale ud¢lat i takovou chybu, ze
hypotéza ve skutecnosti neplati, ale my ji nezamitneme.
Hovotime o chyb¢ 2.druhu. Pravdépodobnost takové
chyby se nazyva riziko chyby 2. druhu a znaci se S.
Samoziejme bychom chtéli, aby teorie nabidla takové
postupy, u kterych by bylo mozno ob¢ rizika
minimalizovat. Le¢, to nelze obecné udélat. Plati, Ze
rizika o a f jsou jak spojité nadoby. Z tohoto diivodu
statistika nabizi nasledujici postup. Maximalni velikost
rizika o , se kterym jsme ochotni pocitat, se zvoli apriori
jesté pred vysledkem testu. Tato hodnota se nazyva
hladina vyznamnosti testu. Teorie se pak snazi najit
takové postupy, které minimalizuji riziko £, neboli
maximalizuji tzv. silu testu 1 — £. Sila testu je tedy
pravdépodobnost, S jakou ja odhalim neplatnost nulové
hypotézy. Bohuzel ne vzdy se podafi sestrojit takovy test,
ktery by mél maximalni silu ve tfid¢ urcitych testl. Proto
je nutné védeét, jakou silu ma pouzity test. Jeho sila
jednak zavisi na hladiné vyznamnosti a hlavné na poctu
dat, ktera mame k dispozici. Cim v&tsi pocet dat, tim i
vetsi sila testu.

Jak vypada skladba statistického testu? Kromé zvoleni
hladiny vyznamnosti kazdy test obsahuje testovou
statistiku, coz je teorii doporuend vybérova
charakteristika, kterou pouzijeme v testu. Podle jejiho
chovani se pak rozhodneme bud’ pro zamitnuti hypotézy
nebo pro jeji nezamitnuti. Za predpokladu platnosti
hypotézy se pak odvodi rozdéleni pravdépodobnosti
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zvolené testové statistiky a od tUrovné hladiny
vyznamnosti se sestroji pomoci tohoto rozdé€leni tzv.
kriticka oblast, do niz hodnota pouzité testové statistiky
padne s pravdépodobnosti maximalné rovnou hladiné
vyznamnosti o. Role kritické oblasti je ta, ze pokud do ni
hodnota testové statistiky padne, nulovd hypotéza se
zamitd ve prospéch alternativy. Sila testu je tedy
pravdépodobnost, s niz padne hodnota testové statistiky
do kritické oblasti za predpokladu, Zze alternativni
hypotéza plati. Sila testu tedy méfi silu detekce zmény
vuci nulové hypotézy. Hranice kritické oblasti jsou
obvykle urCeny na zikladé kvantilli rozdéleni testové
statistiky za predpokladu platnosti nulové hypotézy.
Vysledek testu je tedy dan tim, jestli hodnota testové
statistiky padla do kritické oblasti ¢i nikoliv. KdyZ neni
Vv kritické oblasti, nemadme divod nulovou hypotézu
zamitnout, ale musime si byt védomi 1 toho, zZe nemusi
platit. Prosté nemdme dost dat na to, abychom nulovou
hypotézu zamitli. V tom je zamitnuti nulové hypotézy
siln€j§i tvrzeni nezli je jeji nezamitnuti. Pokud
samoziejmé pii nezamitnuti nulové hypotézy jina
moznost neni, napi. je-li nulova hypotéza jednoducha,
pak nulovou hypotézu piijimame.

V konkrétnim piipadé se miize stat, Ze pii volb¢é hladiny
vyznamnosti napf. na urovni 5% nulovou hypotézu
zamitneme, ale kdyby hladina byla zvolena na urovni
1%, tak nulova hypotéza testem projde. Bylo by zcela
nespravné volit vysledek testu az a posteriori a hybat
s hladinou vyznamnosti podle vysledku testu a ho tim
ovlivnit. Svéd¢i to ale o tom, Ze vysledek testu je tak
fikaje ,, na hrané*.
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Prakticky v kazdém statistickém softwaru je vysledek
testu zvetrejnén ve formé tzv. p-hodnoty. Co toto cislo
vyjadiuje? Toto Cislo vyjadiuje pravdépodobnost, s jakou
se muze hodnota testové statistiky objevit nad (resp. pod,
resp. nad i pod) vypoctenou hodnotou testové statistiky
Z konkrétnich dat za platnosti nulové hypotézy. Moznosti
»had®“, ,,pod” ¢i ,,nad i pod“ zaviseji na tvaru kritické
oblasti. Zni to slozité, ale interpretace je velmi
jednoducha. Pokud p-hodnota je mensi nezli zvolena
hladina vyznamnosti, pak nulovou hypotézu zamitame,
pokud neni mensi, pak neni divod hypotézu zamitat. S p-
hodnotou pracuje i Excel ve svych testech.

vvvvvv

Poissonovo a normalni rozdéleni.

Testy o parametru p binomického rozdéleni.

Pro jednoduchost vzorecki budeme ptedpokladat, ze 1ze
pouzit CLT pro aproximaci chovani relativni ¢etnosti p .
Necht nulova hypotéza zni p=p, Nejdiive budeme
uvazovat oboustrannou alternativu A: p#po. Kdyz bude

ﬁ_po

[ Po A- py,
n

ptiblizné rozdéleni N(0,1), kde n je pocet pozorovani.
Zvolme hladinu vyznamnosti a. Pak tedy

pst{ ——P—Po <, 1=up
Po (l - pO)

platit hypotéza, pak podle CLT podil ma

a soucCasné také
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ﬁ_ Po
Po(L— Py
n

kritickou oblast K = ( -0, 2,,) \U( Z1-02, 7). Pokud tedy
testova statistika

Pst{z1..» < } = o/2. Tim jsme zkonstruovali

T(p)= ——L0

) { po(l_ p0)
n

padne do oblasti K, nulovou hypotézu zamitame.

Zcela podobné lze testovat hypotézu o shodnosti
parametru p v piipadé dvou nahodnych vybért ze dvou
zakladnich ~ populaci  popsatelnych ~ binomickym
rozdélenim. Nulova hypotéza ma tedy tvar Ho: pi1=p2
proti oboustranné alternativni hypotéze A: pi#£p2.
V ptipadé€ platnosti nulové hypotézy ma testova statistika

ﬁl - r)z 1
J@a—m(1+1)
nl nZ

piiblizné rozdéleni N(0,1), kde p je relativni Cetnost
vyskytu sledovaného jevu pocitand z obou néhodnych
vybérii. Rozsah 1.vybéru je n;, 2. vybéru pak n,. Tato
testova statistika je odvozena opét pomoci CLT a plati,
pokud lze tuto aproximaci pii dostatecnych rozsazich
vybérl pouZit. Jestlize plati nulova hypotéza, pak testova
statistika ma rozdéleni aproximovatelné rozdelenim
N(0,1). Zvolime tedy hladinu vyznamnosti o a najdeme
piislusné kvantily z,, a Z;.,». Pokud hodnota testové
statistiky se objevi mezi témito kvantily, pak nulovou
hypotézu nezamitdme.
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Podobné bychom mohli uvazovat jednostranné hypotézy,
jak je ukézano pouziti testu v ndsledujicim ptikladé.

Pro ovéfeni moznych vedlejSich uc€inkti 1éku byl
usporadan experiment. Prvni skupina o 374 osobach
uzivala 1€k, pficemz 26 si stézovalo na vedlejsi priznaky,
druha skupina o 210 osobach dostavala placebo a
st¢zovalo si 8 lidi. Nulova hypotéza zni, ze neni
statisticky vyznamného rozdilu mezi obéma skupinami,
tedy Ho: pi=p2, zatimco alternativni hypotéza zde ma
jednostranny tvar A: p; > pz . Zvolme hladinu
vyznamnosti na urovni 5%. Spocitdme hodnotu testové
statistiky na zaklad¢ p,= 26/374 = 0,07 a p,= 8/210=
0,04. Celkova relativni ¢etnost p=

(26+8)/(210+374)=0,03. Dosadime do vzorecku pro
testovou statistiku a ziskdme hodnotu 1,5. Tuto hodnotu
muzeme porovnat s prisluSnym kvantilem rozdé¢leni
N(0,1) (zde 95%-ni) a nebo vypocitat odpovidajici p-
hodnotu. Ta je rovna pravdépodobnosti, s jakou se muze
veli¢ina s rozdélenim N(0,1) vyskytnout pravé nad
hodnotou 1,5. Tato pravdépodobnost je 6,68%, a protoze
je veétsi nezli hladina vyznamnosti, neméme duvod
nulovou hypotézu zamitat. Lze tedy tvrdit, Ze experiment
neprokazal statisticky vyznamny rozdil ve vyskytu
vedlejSich ptiznaki pii hladin€ vyznamnosti 5%.
parametr normalniho rozdélent.

F-test.

Pomoci tohoto testu porovnavame urovné variability u
dvou zakladnich populaci snormalnimi rozdélenimi

N(u1,07) @ N(uz, 72 ). Nulova hypotéza je tedy Ho: o1 =
07, alternativa je oboustrannd A: o1# g,. Mame tedy dva
soubory dat, prvni soubor je o rozsahu n;, druhy soubor
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ma rozsah n,. Vypolteme zdat pfislusné vybérové
rozptyly a testova statistika ma tvar jejich podilu, tedy

2

_ S
F_ /21
SZ

Za ptedpokladu rovnosti rozptyll statistika F ma F-
rozdéleni o n,—-1n, -1 stupnich volnosti, znacime
F(n,-1,n,-1). Na pofadi stupnll volnosti zalezi,
nejdiive jsou stupné volnosti Citatele, pak jmenovatele.
Pokud statistika bude mit hodnotu bud’ malou ¢i zase
naopak velkou, lze spiSe ocekavat zamitnuti nulové
hypotézy. Tomu odpovida i kritickd oblast testu. Zvolme
hladinu vyznamnosti a. Najdeme odpovidajici kvantily
F-rozdéleni f,; a f.,. Jestlize hodnota statistiky F bude
mensi nezli kvantil f,, nebo vétsi nezli kvantil fy.,»., pak
nulovou hypotézu zamitdme na hladiné vyznamnosti a.
Timto  zpisobem 1lze tedy testovat shodnost
smérodatnych odchylek ve dvou zakladnich souborech,
které l1ze popsat modelem norméalniho rozdéleni.

V piipadé, Zze zakladni soubor nelze popsat normalnim
rozdélenim, tak statistika ma k dispozici testy, které jsou
avSak zalozeny na jinych testovych statistikach.

Kdyz jsme otestovali rozptyly, muzeme pfistoupit
k testovani shody parametrd polohy u; a u».

Dvouvybérovy t-test.

Nulova hypotéza t-testu ma tvar Hp: u; = up. Alternativa
je oboustranna, nebot’ se nam jednd bud’ o shodu
parametr polohy nebo o jejich rozdilnost. Samoziejmé
by bylo mozné uvazovat i jednostranné alternativy podle
povahy problému, ktery bychom fesili.
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Dvouvybérovy t-test uziva rizné testové statistiky podle
vysledku F-testu o rovnosti rozptyl, ktery mé predchazet
pted provedenim t-testu. Jestlize F-test nezamitne rovnost
rozptylii, pak spole¢ny rozptyl pro obé populace je
odhadovan najednou z obou ndhodnych vybéra, a tim se
zvétsi informace o zékladnich populacich. Jestlize ale F-
test rovnost rozptyli zamitne, je nutno kazdy rozptyl
odhadovat pouze z dat pfislusného nahodného vybéru.
Pii rovnosti rozptyll se pouziva testova statistika ve

g _v

tvaru z—yz
s° s
7+7
nl n2

kde s? je odhad spole¢ného rozptylu
2 2
s? = (0, =Ds, +(n, ~Bs, , kde s’a s’ jsou vybérové
n+n,—2 g
rozptyly zjednotlivych vybéri. Pii zvolené hlading
vyznamnosti o najdeme prislusné kvantily
t,,(n+n,-2)at__,,(n+n,—2), protoze za platnosti
nulové hypotézy testova statistika ma t-rozdéleni o
n,+n,—2 stupnich volnosti. Bude-li testova statistika
Vv absolutni hodnoté¢ vétsi nezli kvantil t__,,(n, +n,—2),

pak mame pravo nulovou hypotézu zamitnout.
Pokud nam F-test zamitne rovnost rozptyld, pak testova

statistika ma tvar — =, kde s’a Sf, jsou prislusné
2
S S
X + Y
nl n2

vybérové rozptyly a za platnosti nulové hypotézy se
rozdéleni testové statistiky aproximuje t-rozdélenim o



stupnich volnosti, které vypoctou jako nejblizsi celé ¢islo
(si/n +5s;/n,)*
(s2/n)? /(n, =) +(s2/n)/(n, -1)
Rozhodovaci kritérium je pak stejné jako u piipadu
rovnosti rozptylli zaloZzené na prislusnych kvantilech t-
rozdéleni.
Existuje jesté specidlni verze t-testu zvana parovy t-test,
ktery vyzaduje sbér dat uspotadany do part. Co je tim
minéno, je nejlépe vysvétlit na prikladé. V kravin€ mame
50 krav a mame udaje o jejich dojivosti pied a po pouziti
novych krmnych smési. Potfebujeme zjistit, zdali se
pouzitim novych smési dojivost zvysila ¢i nikoliv. Tedy
pro kazdou kravu mame dvojici udajt, jednak pied a
jednak po novém krmeni. Pozorovani jsou uspofadana
V parech, proto parovy test.
Jak t-test , tak F-test jsou dostupné v Excelu mezi
statistickymi ~ funkcemi, vysledek testi je déan
prostfednictvim p-hodnoty.
Pouziti parového testu si ukdZeme na nasledujicim
prikladu. Na 10 jednotkach byla provedena méteni pred a
po provedeni doporuceného opatieni. Zde jsou méefeni:

k podilu

Pied Po Rozdil
85 80 5
80 80 0
95 88 7
87 90 -3
78 72 6
82 79 3
57 50 7
69 73 -4
73 78 -5
98 95 3
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Nulova hypotéza Hy: u1=u; se testuje proti jednostranné
alternativé A: u; # up na hladiné vyznamnosti 5%. Pokud
bude nulovd hypotéza platit, tak vybérovy priamér od
veliCiny Rozdil pod€leny svou vybérovou smérodatnou
odchylkou a vynésobeny \/R)by mél mit t-rozdéleni o
Oti stupnich volnosti. Vybérova smérodatna odchylka
veliCiny Rozdil ma hodnotu 4,64. Pak hodnota testové

statistiky je 4—24@2 1,36. Protoze alternativa je

zvétSeni stfedni hodnoty, hypotézu budeme zamitat tim
vice, ¢im bude hodnota testové statistiky vétsi. Kriticka
oblast je tedy nad pfislusSnym kvantilem odvozenym od
hladiny  vyznamnosti.Hodnotu  testové  statistiky
porovname s 95%-nim kvantilem t-rozdéleni o 9ti
stupnich volnosti, ktery je 1,83. Protoze tato hodnota je
vétsi nezli hodnota testové statistiky, pak nulovou
hypotézu nemame pravo zamitnout.

11. Korelace a regrese

Obvykle na vyrobku nebyva pouze jeden znak jakosti, ale
nekolik najednou, které se mohou rtizné¢ ovlivitovat. Jak
je silnd jejich vazba, na to statistika pouzivd nastroj
zvany regresni analyza. V této kapitole se budeme
zabyvat pouze nejjednodussim piipadem, a to je linedrni
regrese. Budeme studovat vazbu mezi dvéma nahodnymi
veli¢inami X a Y, veli¢ina Y je spojitého charakteru. Lze
téz uvazovat regresi pro atributivni znaky, ale ten piipad
je komplikovangjsi a zde zminén nebude. Mnohdy lze
tento problém vyfesit tak, Ze atributivni znak, tfeba pocet
neshod, prevedeme do feci procent, a ta jiz maji spojity
charakter. Abychom mohli vySetfovat regresi mezi
dvéma veli¢inami, potfebujeme mit data usporadand do
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dvojic. Ve dvojici jeden udaj se tyka veli¢iny X , druhy
veli¢iny Y, tedy mame k dispozici obecné n dvojic (X;,yi),
1=12,..... ,n. V prvém kroku je doporuceno si udélat
grafickou analyzu dat ve form¢ tzv. bodového grafu, kde
na vodorovnou osu je nanaSena veli¢ina X, a na druhou
osu velicina Y. Toto jednoduché grafické zobrazeni jiz
ledacos muze napovédét o vzajemném vztahu mezi
obéma veli¢inami. Pfedevs§im jestli jsou tzv. korelované
nebo nikoliv. Na jedné stran¢ jsou veli¢iny, které jsou
stochasticky =~ nezavislé, ty  jsou  samoziejmé
nekorelované, na druhé stran€ jsou veli€iny funkéné
zavislé, kdy kazdé hodnoté veli¢iny X odpovidd pouze
jedina hodnota veli¢iny Y. Na Obr. 18 jsou znidzornény
hodnoty dvou veli€in, které jsou stochasticky nezavislé.

Bodovy graf dvou nahodnych velicin normalns rozdélenych
11,0 1
[ ]
[ ]
L ]
10,51 .
° [ ]
[ ]
® ° b L4
> 10,0 (%) ° °
[ ]
[ ]
L ]
9,51 °
[ ] [ ]
9,0 o
3,5 40 45 5,0 55 6,0 6,5 7,0
X

Obr.18: Bodovy graf

80



Z grafu na Obr.18 je ihned patrno, ze obé veli¢iny jsou
nejspise nekorelované, protoze zakreslené dvojice hodnot
veli¢in zapliuji zcela chaoticky plochu obrazku. Tato
hypotéza by samoziejmé musela byt potvrzena ¢i
vyvracena statistickou analyzou.

Na Obr.19 je naopak ihned vidét, Ze ob& veliCiny se
nejspise ovliviiyji a s ristem veliciny X je spojen i rast
velic¢iny Y. Vtomto piipad¢ fikdme, Ze mezi obéma
veli¢inami existuje kladna korelace.

Priklad kladné korelace mezi dvéma veli¢inami
5,5 -
[ ]
5,0 °
[ ]
L ]
4,5 4 o °
[ ]
>
4,04 o
[ ]
° [ ]
3,5 °o_ o °
. ° o
[ ]
300 &, " e
35 40 45 50 55 6,0 6,5 7,0
X

Obr.19: Priklad kladné korelace

Opacné lze najit pripad dvou velicin, kdy s ristem jedné
je spojen pokles druhé. Tato situace je uvedena na
Obr.20. Pak hovofime o zaporné¢ korelaci mezi
veli¢inami.
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Priklad zaporné korelace mezi dvéma velic¢inami

-10,5 -

-11,5-

-12,0 1 o °

-12,5-

-13,0 1

9,0 95 10,0 10,5 11,0

Obr. 20: Priklad zaporné korelace

Podstatou regresni analyzy je snaha najit vhodny model,
ktery by vysvétloval vztah mezi sledovanymi nahodnymi
veli¢inami. Timto modelem se snazime pochopit, jak
silnd je vazba mezi veli¢inami a v dal§im ho pouzit pro
dalsi vypocty jako je napf. odhadnout veli¢inu Y i pro
jiné hodnoty veli¢iny X, nez pro které¢ byla méfeni
provedena. Nejjednodussim ptikladem takového modelu
je model linedrni regrese, kde se snazime popsat vztah
mezi veli¢inami pomoci rovnice

Y=aX +b+E,

kde a a b jsou ngjaké konstanty, parametry modelu,
veli¢ina X je tzv. vysvétlujici veliCina, veli¢ina Y je
vysvétlovana veli¢ina a ndhodné veli¢ina E pfedstavuje
nahodné chyby, o nichZ se obvykle ptfedpoklada, ze maji
normalni rozdéleni N(0,6%), kde rozptyl o byva
neznamy. Konstanty a,b rovnéZ nebyvaji znamy a je
nutno je z namétenych dat odhadnout. Vhodnost modelu
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se ovefuje na zaklad¢ tzv. rezidui, coz jsou odchylky
naméfenych hodnot veli¢iny Y od hodnot vypoctenych
dosazenim odpovidajicich hodnot veliciny X do
odhadnutého modelu. Rezidua jsou vlastné odhady
nahodnych chyb.

Pokud lze vztah mezi veli¢inami X a Y vysvétlit pomoci
modelu linearni regrese, mira korelace mezi X a Y se
posuzuje tzv. vybérovym koeficientem korelace 1, ktery
se vypocte podle nésledujiciho vzorce

Z =X —-Y)

nl,1 S,S,

kde s,,s, jsou vybérové smérodatné odchylky. Hodnoty

vybérového koeficientu korelace se vyskytuji vzdy mezi
-1 a +1. Cim je koeficient F v absolutni hodnotg blize k
+1, tim je veét$i mira korelace mezi X a Y . Bude-li
r =+1, pak existuje dokonce funk¢ni linearni vztah mezi
Xa Y. Naopak ¢im bude v absolutni hodnoté koeficient r
mensi a blize k nule, tim bude 1 mensi korelace mezi X a
Y. Znameni koeficientu I vyjadifuje i povahu korelace.
Kdyz je hodnota r kladna, lze usuzovat na kladnou
korelaci mezi veli¢inami, pokud bude hodnota
koeficientu r zaporna, svéd¢i to o zaporné korelaci mezi
X aY. Vybérovy koeficient korelace I slouzi jako zaklad
pro testovou statistiku pii testovani nulové hypotézy o
nekorelovanosti mezi veli¢inami proti obecné alternative,
7e veli¢iny jsou vzajemné korelovany. Cim bude
absolutni hodnota I mensi, tim spiSe nebudeme nulovou
hypotézu zamitat, ¢im ale bude v¢&tsi, tim spiSe se
budeme piiklanét k platnosti alternativni hypotézy.

Je nutno upozornit, ze formalni pouZiti vybé&rového
koeficientu korelace bez ovéteni linearniho modelu pro
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uvazované veli¢iny muize vést k mylnému zavéru.
Snadno lze najit takova data, kterd evidentné nespliuji
model linedrni regrese a pfesto vykazuji malou absolutni
hodnotu koeficientu r. Ztohoto divodu je zadouci
sestrojit alespont bodovy graf pfed vypoctem koeficientu
I a testovanim urovné korelace.

Na Obr.21 je provedena regresni analyza pomoci
linearntho  modelu.  Posouzeni  shody  modelu
snaméfenymi daty je provedeno ve statistice casto
pouzivanou tzv. metodou nejmensich ¢tverct, kdy je daty
proloZena takova pifimka, kterd ddva minimalni soucet
kvadrati odpovidajicich rezidui. Vhodnost modelu je
jednak posuzovana podle chovani rezidui, jednak
hodnotou R-Sq, ktera v % vyjadiuje, jaky podil
variability je mozno vysvétlit modelem. V ptipadé
uvedeném na Obr.21 se jedna o 90%, coz znaci velice
dobrou shodu modelu s daty.

Metoda nejmenSich c¢tverci davd odhad smérnice
prolozené piimky a=0,6659 a odhad pro absolutni ¢len

b =0,2842. Pokud bychom testovali nulovou hypotézu
Ho: a = 0 proti alternativé A: a # 0, pak bychom museli
nulovou hypotézu na zvolené hladiné vyznamnosti 5%
zamitnout. Lze tedy souhrnn¢ fici, Ze v tomto piipadé je
model linearni regrese vhodnym modelem pro chovani
dat veli¢iny X a veliCiny Y. Vybérovy koeficient korelace
ma hodnotu 0,9509, coz znaci velkou miru korelovanosti
mezi veli¢inami.

Je ale velice nutné zdlraznit jeden dilezity fakt. I kdyz
jsme objevili vhodny regresni model, nikterak to nemusi
znamenat, ze mezi obéma veli¢inami existuje pfiinny
vztah ve skute¢nosti. To samoziejmé statistika odhalit
neumi. Z modelu lze tedy pouze vycist, ze se zménou
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veli¢iny X lze svelkou pravdépodobnosti océekavat
linearni zménu ve veliCin€ Y, ale divod téchto zmén
muize byt vyvolana zcela jinou veli¢inou, kterd do
modelu viibec zahrnuta neni. Napft. toto veliCinou miize
byt teplota, ktera jasn¢ plsobi kladn¢ na spottebu piva,
ale rovnéz zptsobuje vétsi spotiebu ochrannych krémi
proti spaleni pokozky a kdybychom si vynesli graf
tydenni spotfeby piva a kréml od jara do konce léta,
s velkou pravdépodobnosti bychom z grafu tusili kladnou
korelaci, zniz by téZko nékdo vyvozoval, Ze spotieba
piva vyvolava 1 vétsi spotiebu krémi na opalovani.

Model linearni regrese
Y= 0,2842 +0,6659X

5,5 S 0,215616
R-Sq 90,4%
R-Sq(adj) 90,0%

Obr.21: Linearni regrese — vhodny model

Toto nebezpeci mylné interpretace je velké hlavné v téch
ptipadech, kdyZ jsou data pouze pozorovana ¢i sbirdna a
nejsou ziskana v podminkéach planovaného experimentu,
kdy vliv zndmych doprovodnych veli¢in je znam a pokud
mozno eliminovan.
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Tak jako bodovy odhad napf. parametru polohy sdm
nefika nic o vzdalenosti od skute¢né¢ hodnoty parametru
polohy, ale tuto informaci ndm da& teprve piislusny
konfiden¢ni interval, tak podobn¢ i prolozena piimka
daty nic netikd, jak je ,,daleko od skute¢né piimky
vyjadiujici vztah mezi X a Y. Tuto informaci ndm
poskytnou konfidencni meze majici hyperbolicky prabéh
a prolozena pfimka je jejich osou symetrie, které jsou
sestrojeny s pfedem zvolenou urovni spolehlivosti. Na
Obr. 22 jsou t€mi uz8imi a fikaji, Ze jakakoliv pfimka
lezici celd svymi hodnotami mezi t€émito mezemi muze
byt tou skutecnou piimkou vyjadfujici spravnou relaci
mezi veli¢inami X a Y. Jinymi slovy feceno, oblast mezi
konfidenénimi mezemi je oblasti, ktera s danou
spolehlivosti pokryva ocekavané, tedy sttedni hodnoty
veli¢iny Y. Jestlize bychom chtéli ale védét, kde s predem
zadanou pravdépodobnosti se miiZze realizovat hodnota
nahodné veli¢iny Y Vv zavislosti na vybrané hodnoté
veli¢iny X, pak musime zkonstruovat pfisluSné tzv.
predikémi meze, které vymezuji oblast, v niz se s onou
zvolenou pravdépodobnosti mize hodnota od veli¢iny Y
objevit. Tyto meze jsou Sirsi nezli konfidencni meze, jak
je vidét na Obr. 22.
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Model linearni regrese
Y = 0,2842 +0,6659 X

5,5

Regression
° - — 95% CI
95% PI

S 0,215616
R-Sq 90,4%
R-Sq(adj) 90,0%

2,0

Obr. 22: Konfiden¢ni a predikéni meze linearni regrese

Jak je vidét znasledujiciho obrazku Obr.23, tak sice
linearni model byl nalezen, ale vysvétluje pouze necelych
11% variability, zbytek je ,,schovan® v reziduich, coz by
pii vhodném modelu mélo byt pfesné naopak. Statisticky
software vzdycky néco vypocte, ale je nutno vysledek
oveéfit a spravné interpretovat. V tomto piipadé pfi
testovani nulové hypotézy o smérnici a dojdeme totiz
k zavéru, ze hypotézu nelze zamitnout, tedy ji musime
respektovat a ta nam fikd, ze data nejsou korelovana, i
kdyZz by se zdalo, ze hodnota vybérového koeficientu
korelace je dostatecné velka, je totiz 0,3276.

Na tomto obrazku je tedy uveden piipad, kdy nelze
hovofit o vhodnosti linedrniho modelu, 1 kdyZz by se
zdalo, Ze metoda nejmenSich Cctverci prolozila daty
vhodnou piimku.
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Model linearni regrese
Y = 9,219 +0,1505 X

11,04 S 0,432065

R-Sq 10,7%
hd R-Sq(adj) 6,8%

10,54 °

> 10,0

9,5

9,0 .
35 40 45 50 55 60 65 70

Obr. 23: Linearni regrese — nevhodny model

Dalsi varovani se tyka tzv. predikce, tedy pfedpovidani
chovani veli¢iny Y tim zplisobem, ze vyuzijeme nalezeny
model a lidové feceno jeho platnost protdhneme na dalsi
hodnoty veli¢iny X, jednoduSe tak, Ze nové hodnoty
veli¢iny X dosadime do nalezeného modelu a ziskame tak
nové hodnoty pro Y. Jednak je nutno si vzdy uvédomit,
ze do méfeni vstupuje ndhoda a dale, podminky, za nichz
meéieni probihala, se mohou zménit a protazeni modelu
zdaleka nemusi jiz platit pro jiné hodnoty veli¢iny X.
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12.Nejcastéjsi chyby

Nejvetsi chybou byva Spatna ptiprava sbéru dat a vlastni
sbér. Je nutné si uvédomit, Ze sebe lepSi statistické
metody nezlepsi informaci, ktera je v datech obsazena.
Kdyz jiz na zacatku bude informace chuda, tak bude
chudy i wvysledek statistické analyzy a nebude
konzistentni se skutecnosti. PredevSim je nutné
nezapomenout na zapisovani vSech zmén, které se
odehraly b&hem sbéru dat, pokud jejich vyskytu
neumime zabranit a pfedem odStranit, protoZe tato
vedlej$i informace ndm vyrazn€¢ pomiZe pochopit
chovani dat a rovnéz spravné naformulovat statistické
hypotézy. Dale je nutné pfipomenout, Ze zavery jakékoliv
statistické analyzy nejsou nikdy stoprocentné pravdive,
existuje vzdy riziko, Ze data fekla néco jiného, nezli
skute¢né je. Ale statistika je tak férova, Ze si je jednak
vzdy védoma tohoto rizika a jeho miru si nastavi vzdy
pfedem.

Pii grafickém zpracovani dat je nutné dbat na mcéfitka,
piredev§$im na svislé ose, abychom napft. pfi srovnavani
dvou histogramt neméli u kazdého jiné métitko. To se
obecné tyka jakychkoliv grafii, softwary vétSinou
umoziuji zadat stejné metitko u né€kolika grafii najednou.
U histogramu je nutné dodrzovat doporuceny pocet
intervalti podle poctu dat, rozhodn¢ by pocet intervala
nemél klesnout pod 6-7. Pii pouziti histogramu pro
identifikaci vhodného modelu, je zddouci, aby sloupce
histogramu byly vyjadfeny v relativnich ¢etnostech.
Dalsim ¢astym problémem byva pocet dat. Jestlize neni
problémem data nasbirat, ¢im vice dat ,tim samoziejme
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Iépe. Kdyz ale data se ziskavaji obtizné, je jich malo, tak
sice lze statistickou analyzu provést, protoze software
vzdy néco vypocte, ale vysledek je nutno brat velice
opatrné a pouze jako informativni.

Je nutné neustdle si opakovat, Ze spravné pouziti
statistiky vyzaduje ovéfeni predpokladd, které jsou nutné
pro pouziti toho ¢&i jiného statistického nastroje. Casto se
Vpraxi napf. ignoruje ovefeni normality sledované
nahodné veliCiny a vysledek se bere zcela vazné.

Pii interpretaci zavérl zaloZenych na testovani
statistickych hypotéz se Casto zcela automaticky piijima
platnost nulové hypotézy, pokud neni pfijata alternativa,
a tim nulova hypotéza zamitnuta. Tato interpretace je
moznd pouze tehdy, kdyZz nulovd hypotéza a jeji
alternativa dohromady vycCerpavaji vSechny moZnosti
tykajici se testovaného parametru, napi. nulova hypotéza
je, ze parametr polohy je roven 5 proti alternativé, ze je
rizny od 5. Zde jind moznost pro hodnoty parametru
polohy neni. Néco jiného bude tehdy, kdyZz nulova
hypotéza bude opét 5, ale alternativa bude pouze 6.
Pokud budeme testovat takovou nulovou hypotézu proti
takové alternativé a na zaklad¢ vysledku testu hypotézu
nezamitneme, zdaleka nemusi byt pravda, Ze nulova
hypotéza musi platit. My nemame v tomto pfipadé
dostatek informace pro jeji zamitnuti, takze ji zamitnout
nemuazeme, ale ona platit nemusi. Tfeba parametr polohy
je ve skuteCnosti 5,1. K tomu, abychom rozlisili hodnotu
5 parametru polohy od hodnoty 5,1, bychom potiebovali
vice dat nezli mame k dispozici.
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13. Zavér a literatura

Ctenat, ktery dospél az k této posledni kapitole, si snad
odnesl néco, co mu pomohlo pochopit, jak statistika
funguje a jaké jsou jeji zdkladni principy. Matematicka
statistika patii do matematiky, a tedy mezi ptirodni védy,
pfesto mad v jednom vyjimecné postaveni. Slouzi jako
nastroj pro zpracovani dat pro ostatni pfirodni védy, ale
nejenom pro n¢, a ackoliv jeji teoretické zdzemi je
postaveno na deduktivnich zakladech, pfesto pii vlastnim
zpracovani dat vyuziva induktivni postup v tom, ZzZe
zevSeobecniuje zndhodného vybéru na celou zékladni
populaci.

V textu byly zminény pouze nékteré z dulezitych casti
matematické statistiky, v seznamu literatury pak jsou
uvedeny dalS$i prameny, kde je mozno se dukladnéji
seznamit s dalSimi nastroji. Napsani publikace bylo
vedeno snahou lidsky pfibliZit lidem, ktefi potfebuji data
zpracovavat a vétSinou na to nejsou dostatecné
pfipraveni, Zze fada postupl a ndstroji statistiky se da
pochopit tzv. selskym rozumem a Ze neni tfeba se
statistiky obavat.
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